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Résumé

La détection d’objet, l’un des problèmes fondamentaux en vision par ordinateur, vise
à localiser et à classer les instances d’objets. Elle peut constituer la première étape avant
l’application d’autres méthodes de traitement d’images telles que la segmentation et le
recalage. En imagerie médicale, elle est utile pour diverses applications, de la planification
d’opérations chirurgicales à la recherche de pathologies.

Nous proposons une solution d’apprentissage profond au problème de la détection
d’objets dans les images médicales. L’état de l’art nous a conduit à baser nos travaux
sur le détecteur "You Only Look Once" (YOLO) qui fournit un bon compromis vitesse/-
précision. Malheureusement cette méthode, comme toutes les méthodes d’apprentissage
profond, s’avère être sensible à la dimension réduite de l’ensemble d’apprentissage, pro-
blème fréquemment rencontré en imagerie médicale car l’étiquetage manuel à réaliser par
les experts pour chaque organe est long et coûteux en temps.

Dans ce cadre, notre première contribution a consisté à développer une approche d’aug-
mentation des données basée sur un "Cycle Generative Adversarial Network" (CycleGAN).
Nous montrons à partir des résultats expérimentaux obtenus sur des données TDM et
IRM que cette augmentation de données permet de régulariser l’apprentissage du détec-
teur YOLO en conduisant à des performances de détection significativement meilleures.
Ces résultats montrent cependant également que cette performance peut encore être amé-
liorée, dans la mesure où ils comportent un certain nombre de détections anatomiquement
aberrantes.

Notre deuxième contribution nous a donc conduit à intégrer un a priori dans le pro-
cessus de détection afin de pénaliser les valeurs aberrantes. Cet a priori est basé sur les
relations spatiales existantes entre les structures anatomiques et est intégré sous la forme
d’un terme supplémentaire dans la fonction de perte du détecteur YOLO. Les résultats
expérimentaux obtenus montrent clairement que cette contrainte joue pleinement son rôle
en diminuant significativement les erreurs de détection.
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Chapitre 1

Introduction

Objectifs de la thèse

L’imagerie médicale joue un rôle important dans différentes applications cliniques no-
tamment les procédures médicales utilisées pour la détection des structures anatomiques
ou des lésions. La détection d’objet est un problème fondamental dans le domaine de la
vision par ordinateur. Ces dernières années, elle a connu une croissance exponentielle avec
le développement rapide de nouveaux outils et de nouvelles techniques [Zaidi et al. (2021)].
Souvent elle constitue le point de départ pour des algorithmes de plus haut niveau tels
que la segmentation, la compréhension de scènes, le recalage, le suivi, reconstruction et la
reconnaissance d’objets.

L’objectif de la détection d’objets est de déterminer la classe de chaque instance d’objet
et son emplacement spatial. Elle est une condition préalable à plusieurs applications médi-
cales telles que les procédures radiologiques et les interventions chirurgicales. Cependant,
la détection des organes pour des images médicales est une tâche difficile pour plusieurs
raisons. Par exemple, les artefacts liés à la modalité d’imagerie et aux conditions d’acqui-
sition tels que le bruit et l’inhomogénéité du champ magnétique, dégradent la qualité des
images et réduisent leur contenu informationnel. En parallèle, en imagerie médicale, il est
difficile d’obtenir suffisamment de données. Cela est dû à la protection et la confidentialité
des données médicales et au fait que l’étiquetage manuel par des experts d’un ensemble
de données peut prendre un temps considérable. La difficulté d’obtenir des données anno-
tées a limité leur application en imagerie médicale, en particulier la détection basée sur
l’apprentissage profond.
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CHAPITRE 1. INTRODUCTION

L’imagerie médicale connaît actuellement une effervescence, grâce au développement
des méthodes d’apprentissage profond basées sur les réseaux de neurones. La détection
doit être efficace en termes de temps lors du traitement de grands ensembles de données.

C’est dans ce contexte que se situe mon travail de thèse qui porte sur la détection
multi-organe pour des images médicales. Il traite les aspects méthodologiques suivants :

• l’augmentation des données à partir d’un modèle génératif pour la détection multi-
organe afin de pallier à la rareté des données. Ce modèle génère des images synthé-
tiques d’une modalité cible à partir d’une modalité source.

• l’intégration d’un a priori dans la fonction de perte du détecteur afin d’assurer la
cohérence anatomique de la détection. Cet a priori utilise l’orientation, la relation
spatiale entre les structures anatomiques.

Organisation du manuscrit

Le manuscrit est composé de six chapitres. Le présent Chapitre 1 d’introduction donne
les motivations et la méthodologie de la thèse, ainsi que l’organisation détaillée du manus-
crit. Le Chapitre 2 est consacré à la présentation de l’état de l’art en détection d’images
médicales. Nous présentons les principales propriétés des images médicales de modalité
IRM et TDM, après avoir donné quelques exemples d’utilisations cliniques de la détection
multi-organe. Ensuite, nous présentons une revue des méthodes de détection d’objet qui
détaille les approches traditionnelles et profondes. Nous choisissons YOLOv3 [Redmon and
Farhadi (2018)] comme détecteur. Il a été démontré qu’il offre un bon compromis entre
précision et rapidité pour les images naturelles par rapport à d’autres détecteurs profonds.
Les trois autres chapitres présentent nos principales contributions.

Dans le Chapitre 3, nous réalisons une détection multi-organe pour les images mé-
dicales en utilisant le détecteur YOLOv3. Nous commençons par détailler l’architecture
et la fonction de perte du détecteur. Ensuite, nous présentons le protocole expérimental
mis en place (la base de données, les métriques d’évaluation, etc.). Les performances de
l’algorithme sont ensuite évaluées sur un jeu de données de 20 patients pour les deux mo-
dalités IRM et TDM. Enfin, nous commentons les résultats d’application de YOLOv3 sur
les images médicales.

Dans le Chapitre 4, nous proposons une nouvelle approche d’augmentation de données
pour la détection multi-organe afin d’améliorer les performances du détecteur. Dans un
premier temps, nous dressons un état de l’art de techniques générales d’augmentation de
données. Ensuite, nous nous intéressons à l’augmentation de données en utilisant un modèle
génératif appelé CycleGAN [Zhu et al. (2017)]. Ce dernier a pour but de générer des images
synthétiques d’une modalité cible (exemple la modalité IRM) à partir d’une modalité
source (exemple la modalité TDM). Ensuite, nous évaluons ces images synthétiques à l’aide
d’une métrique de similarité. Nous ajoutons par la suite ces images aux jeux de données
d’entraînement du détecteur. Nous terminons par une évaluation de cette approche.
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Dans le Chapitre 5, nous proposons de réduire les valeurs aberrantes de détection par
l’intégration d’a priori dans le détecteur. Nous commençons par dresser un état de l’art
des techniques d’intégration de l’a priori dans les réseaux profonds. Nous avons choisi la
relation spatiale entre les structures anatomiques comme a priori, puisque elle est invariante
d’un patient à un autre. Nous proposons d’intégrer cette contrainte d’orientation dans la
fonction de perte du détecteur YOLOv3 et nous évaluons ensuite les résultats de cette
approche.

Le Chapitre 6 est la conclusion générale et résume les principales réalisations et les
perspectives de notre travail.
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Chapitre 2

État de l’art

2.1 Introduction

La vision par ordinateur permet d’analyser, traiter et comprendre une ou plusieurs
images obtenues par un système d’acquisition. Les applications de la vision par ordinateur
incluent la détection d’objets, dans laquelle s’inscrit le présent sujet de thèse. Elle consiste
à localiser et classer les régions de l’image numérique.

Dans ce chapitre, nous explorons l’utilisation de la détection des structures anato-
miques en imagerie médicale multi-modalité. Nous commençons par présenter brièvement
en Section 2.2 les applications les plus courantes de la détection des organes, puis les
images sur lesquelles nous allons faire le traitement (Section 2.3). Ces images sont d’ori-
gine médicale et acquises à l’aide des technologies d’imagerie par résonance magnétique
(IRM) et tomodensitométrie (TDM). Dans la Section 2.4, nous définissons la détection
d’objet. Nous donnons ensuite une description des différentes méthodes de l’état de l’art
(Section 2.5). Ces méthodes sont présentées selon deux axes, les méthodes traditionnelles
(Section 2.5.1) et les méthodes basées sur l’apprentissage profond (Section 2.5.2).

2.2 Pourquoi la détection en imagerie médicale ?

La détection automatique de plusieurs organes dans les images médicales peut fournir
des informations sémantiques importantes, qui peuvent être utilisées dans diverses appli-
cations hospitalières.

La détection des organes joue un rôle important dans la pratique clinique. Elle est une
condition préalable à de nombreuses applications comme la planification, l’intervention
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thérapeutique et les procédures radiologiques, telles que le dépistage et le diagnostic des
patients par la localisation de structures ou de lésions anatomiques.

La détection des organes peut ainsi être utilisée comme initialisation pour de nom-
breuses tâches d’analyse automatique d’images médicales telles que la segmentation et le
recalage des structures anatomiques. L’estimation préliminaire correcte de la position de
l’organe peut grandement améliorer la précision des procédures de traitements ultérieurs.
La détection d’objets est utilisée aussi comme une application plus directe pour localiser
plusieurs organes dans une image 3D pour aider un médecin à naviguer dans un volume.

2.3 Imagerie médicale

L’imagerie médicale apparue au 20e siècle est la base de la révolution de la médecine.
Elle constitue un vaste domaine qui a émergé grâce aux progrès de l’instrumentation,
des techniques d’acquisition, de la reconstruction d’image et du traitement du signal.
Les avancées dans l’une ou l’autre de ces disciplines contribuent à améliorer la recherche
ou la gestion clinique. Par exemple, l’évolution des techniques d’acquisition permet une
meilleure visualisation de l’anatomie. Cela permet d’obtenir des images du corps humain
à partir de phénomènes physiques comme la radioactivité, l’absorption des rayons X, les
ondes ultra-sonores et la résonance magnétique. Grâce au développement que le domaine
informatique a connu, ces phénomènes physiques ont pu être transformés en données ex-
ploitables constituant la base de l’imagerie médicale.

Dans cette section, nous allons présenter deux types d’acquisitions, l’IRM et la TDM
pour lesquelles nous allons étudier la détection d’objets.

2.3.1 Imagerie par résonance magnétique

L’imagerie par résonance magnétique figure parmi les technologies les plus utilisées
pour fournir des images en 2D ou en 3D des organes du corps humain (Figure 2.1). Elle
permet d’obtenir une vue pour l’ensemble des organes du corps. Elle est basée sur le phé-
nomène de la résonance magnétique. Ce phénomène est lié au comportement de plusieurs
noyaux atomiques lors de l’application d’un champ magnétique externe, et a été présenté
par Felix Bloch et Edward Mills Purcell en 1946. En se basant sur la capacité de la spec-
troscopie RMN de détecter les tumeurs, Raymond Vahan Damadian a proposé en 1969
d’intégrer la RMN dans le domaine médical. Depuis, l’imagerie par résonance magnétique
a fait son apparition en 1977, date à laquelle la première image d’un corps humain a été
obtenue in vivo.

L’avantage de la modalité IRM est le bon contraste, permettant de mieux différencier
des tissus de compositions différentes et de bien visualiser les tissus mous. Par contre, elle
présente des artefacts d’acquisition, tels que l’inhomogénéité du champ magnétique global
comme le montre la Figure 2.1a.
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2.3. IMAGERIE MÉDICALE

(a) Corps entier IRM T1 avec artefacts liés à
l’inhomogénéité du champ magnétique global. (b) Thorax-Abdomen IRM T1.

Figure 2.1 – Exemples d’images 2D de modalité IRM pour une coupe coronale. Source
[Hanbury et al. (2012)]

2.3.2 Tomodensitométrie

La tomodensitométrie aussi fait partie des technologies les plus utilisées dans le do-
maine de l’imagerie médicale. Elle est basée sur les propriétés des rayons X découvertes par
Wilhelm Röntgen en 1895. Cette technique repose sur l’absorption de ces rayons par les
tissus. Elle fournit des images ciblées en coupes fines du corps. Les images qui en résultent
sont alors traitées par ordinateur pour effectuer une reconstruction bidimensionnelle ou
tridimensionnelle. Cette technique permet d’obtenir un contraste différent en fonction de
la composition des objets. Cela permet de différencier les organes du corps humain et
d’analyser ainsi leur état (identifier ou détecter des anomalies) comme le montre l’exemple
de la Figure 2.2.

(a) Corps entier TDM contrasté. (b) Thorax-Abdomen TDM contrasté.

Figure 2.2 – Exemples d’images 2D de modalité TDM pour une coupe coronale. Source
[Hanbury et al. (2012)]
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L’avantage de la modalité TDM est qu’elle offre un fort contraste des repères anato-
miques tels que les os, les poumons, le foie et les vaisseaux sanguins et elle est robuste au
bruit. Par contre, elle présente un contraste limité pour les tissus mous, contrairement à
la modalité IRM.

2.4 Détection d’objet

Face à l’augmentation du nombre d’examens en imagerie médicale, la détection d’ob-
jets joue un rôle essentiel dans l’accompagnement des fonctions des praticiens. Elle se
décompose en deux étapes, la classification et la localisation des objets dans l’image :

• Localisation : elle consiste à déterminer la position spatiale d’un objet détecté.

• Classification : elle consiste à identifier la présence d’une instance d’une classe (e.g.
d’un organe ou d’une pathologie) dans une image numérique.

La classification et la localisation sont les deux principaux axes sur lesquels la détec-
tion d’objets repose. La détection d’objets est appliquée dans différents domaines comme
l’automobile (voitures autonomes...) et la sécurité (détection de visage... ). Elle est utili-
sée lorsqu’on a des images contenant de nombreux objets de différentes classes comme le
montre la Figure 2.3.

Figure 2.3 – Classification, localisation et détection d’objets. Source [Thomas (2019)]

Le principe de la détection d’objets est le suivant : pour une image donnée, on cherche
les régions de celle-ci qui pourraient contenir un objet puis pour chacune des régions
découvertes, on extrait l’objet et on le classe à l’aide d’un classifieur et on le localise.
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2.5 Les approches de détection d’objet

La détection d’objet a beaucoup progressé pendant les 20 dernières années [Zou et al.
(2019), Zaidi et al. (2021)]. La Figure 2.4 montre les différentes approches de détection
d’objets ; la première branche présente les méthodes traditionnelles (non profondes) (Sec-
tion 2.5.1) et la deuxième branche présente les méthodes basées sur l’apprentissage profond
(Section 2.5.2).

Figure 2.4 – Les différentes approches de détection d’objet. Source [Zou et al. (2019)]

2.5.1 Méthodes traditionnelles

Dans cette section, nous présentons les méthodes traditionnelles (non profondes), qui
sont basées sur l’apprentissage automatique. L’apprentissage automatique est un vaste
domaine à l’intersection des statistiques, des probabilités et de l’informatique. Il y a deux
types d’apprentissage : l’apprentissage supervisé et non supervisé.

L’apprentissage supervisé comprend toutes les méthodes de prédiction utilisant des
données annotées. Les arbres de décision [Breiman (2001)] et les séparateurs à vaste marge
(SVM) [Hasan and Boris (2006)] figurent parmi les classifieurs les plus employés pour la
détection des organes dans les images médicales.

L’apprentissage non supervisé comprend toutes les méthodes qui n’utilisent pas d’an-
notations dans le but de trouver des similitudes (clustering) dans les données ou de réduire
la dimensionnalité de l’espace de représentation. En traitement d’image médicale, les mé-
thodes les plus connues incluent la méthode des k plus proches voisins (k-NN) [Altman
(1992)] et la méthode de l’analyse en composantes principales (ACP) [Wold et al. (1987)].

Dans cette section, nous présentons les différentes approches traditionnelles de la dé-
tection d’objet selon deux grands types : les approches basées sur la classification et les
approches basées sur la régression.
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2.5.1.1 Approches basées sur la classification

La plupart des algorithmes de détection basés sur la classification impliquent la mise en
place d’un classifieur dont le rôle est de prédire à quel organe appartient le voxel en fonction
des caractéristiques locales. Dans [Criminisi et al. (2009)], Criminisi et al. parviennent
à localiser des organes dans les volumes de TDM en utilisant les forêts décisionnelles
(Figure 2.5) avec un contexte spatial à long terme. Les auteurs [Dolejsi et al. (2008)]
utilisent un AdaBoost asymétrique [Viola and Jones (2001)a] pour détecter les nodules du
poumon pour des images de modalité TDM.

Figure 2.5 – Détection des organes par des forêts aléatoires de classification. Source
[Criminisi et al. (2009)]

Par la suite, nous présentons les principaux descripteurs utilisés dans les approches
basées sur la classification.

Méthode de Viola et Jones La méthode de Viola et Jones [Viola and Jones (2001)b]
a été proposée par Paul Viola et Michael Jones en 2001. Elle est l’une des plus anciennes
méthodes. Elle permet la détection et localisation des objets dans une image en temps
réel. Elle permet non seulement la détection des visages, son intérêt d’origine, mais aussi
la détection d’objets comme par exemple les voitures.

Cette méthode a permis d’introduire des notions comme la classification construite
comme une cascade de classifieurs boostés qui ont été très utilisés par la suite en vision
par ordinateur. Pour entraîner un classifieur à l’aide du détecteur de Viola et Jones, il
est nécessaire de disposer d’un grand nombre d’exemples d’objets (de centaines à des
milliers d’objets). Une fois son apprentissage réalisé, ce classifieur est utilisé pour détecter
la présence de l’objet dans l’image en la parcourant de manière exhaustive à toutes les
positions possibles et à toutes les échelles possibles.
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Histogramme de Gradient Orienté L’histogramme de Gradient Orienté (HOG) a été
proposé en 2005 par N. Dalal et B.Triggs [Dalal and Triggs (2005)]. C’est un descripteur de
caractéristique largement déployé dans le domaine de la détection d’objet. HOG est basé
sur l’analyse de l’orientation des gradients d’intensités locales et de leurs distributions afin
de décrire la forme d’un objet local. Comme pour la plupart des méthodes de détection,
l’image d’entrée est divisée en plusieurs cellules. Dans chaque cellule on calcule le vecteur
gradient de chaque pixel, ainsi que sa magnitude et sa direction. Le vecteur caractéristique
HOG final est la concaténation de tous les vecteurs de cellule. La phase finale est la
classification qui utilise ensuite un algorithme d’apprentissage classique (par exemple un
séparateur à vaste marge (SVM)) [Hasan and Boris (2006)].

Modèle basé sur les parties déformables Remportant les compétitions de détection
VOC-07, -08 et -09, le modèle à parties déformables (DPM) se présente comme l’un des
meilleurs modèles de détection. Le détecteur DPM a été proposé à l’origine par P. Fel-
zenszwalb [Felzenszwalb et al. (2008)] en 2008 comme une extension du détecteur HOG. Le
DPM est composé d’un modèle racine qui représente le filtre à faible résolution et de filtres
partiels qui représentent la haute résolution. Pour la détection, ces filtres sont appliqués
sur toute l’image.

Ensuite, R. Girshick [Felzenszwalb et al. (2010)] a apporté diverses améliorations. Les
améliorations principales consistent à configurer automatiquement les filtres partiels par
une méthode d’apprentissage.

2.5.1.2 Approches basées sur la régression

Dans le domaine des applications médicales, les chercheurs utilisent aussi des solutions
de détection d’organes basées sur la régression. Les méthodes basées sur la classification
prennent souvent le contexte local au prix d’une analyse complète des images. Contrai-
rement à ces méthodes, les méthodes basées sur la régression reposent davantage sur le
contexte global, afin d’atteindre une vitesse plus rapide (l’analyse complète de l’image
n’est pas nécessaire) [Gauriau et al. (2015)].

Ainsi dans [Zhou et al. (2007)], les auteurs ont utilisé une méthode basée sur la ré-
gression dite "ridge". Cette méthode est introduite pour détecter et localiser le ventricule
gauche dans des images ultra-sonores cardiaques 2D. Cette approche prédit la position
relative, la taille et la direction du ventricule gauche sur la base de caractéristiques basées
sur les ondelettes de Haar. Elle a montré des résultats impressionnants de détection sur les
séquences échocardiographiques. Criminisi et al. [Criminisi et al. (2010), Criminisi et al.
(2013)] ont proposé une méthode de régression basée sur la forêt aléatoire pour localiser les
organes en TDM 3D. Dans [Cuingnet et al. (2012),Gauriau et al. (2015)], les auteurs ont
montré que l’utilisation des forêts de régression qui sont appliquées en cascade de l’échelle
globale à l’échelle locale améliore la détection des organes en TDM 3D (voir Figure 2.6).
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Figure 2.6 – Détection des organes par des forêts aléatoires de régression. Les voxels de
l’image votent pour la localisation des reins en utilisant des boîtes englobantes. Source
[Gauriau et al. (2015)]

2.5.2 Méthodes par apprentissage profond

Ces dernières années, les progrès impressionnants réalisés dans le domaine de l’appren-
tissage profond ont favorisé le développement de la plupart des méthodes de reconnaissance
visuelle (Figure 2.7). L’apprentissage profond a été largement utilisé dans tout le domaine
de la vision par ordinateur, y compris la détection d’objets.

Figure 2.7 – Chronologie des méthodes profondes de détection d’objet. Source [Liu et al.
(2018)]

Dans cette section nous détaillons les principales approches proposées récemment ex-
ploitant les réseaux de neurones convolutifs pour la détection d’objets. En premier lieu,
les généralités sont abordées pour introduire les concepts de base d’un réseau neurone.
En deuxième lieu, nous détaillons les approches profondes pour la détection d’objet qui
se décomposent en deux familles : les méthodes basées sur des régions présentées dans la
Section 2.5.2.2, et les méthodes basées sur un seul réseau présentées dans la Section 2.5.2.3.
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2.5.2.1 Généralités

Un bref aperçu de l’histoire de l’apprentissage profond [Goodfellow et al. (2016)] révèle
trois grandes vagues ; la première dénomination connue sous le nom Cybernétique durant
les années 1940 − 1960, la deuxième dénomination connue sous le nom Connectionisme
durant les années 1980 − 1990 et la tendance actuelle appelée apprentissage profond à
partir de 2006.

Figure 2.8 – Représentation d’un perceptron multi-couche sous la forme d’un graphe.
Source [Orbach (1962)]

Les réseaux de neurones sont inspirés de la modélisation du système nerveux. Un
exemple typique de ce type de réflexion est le Perceptron (Figure 2.8), proposé dans les
années 60 dans l’article [Orbach (1962)], qui est inspiré du fonctionnement d’un neurone.
En biologie, le signal d’entrée transmis par les dendrites est accumulé à l’intérieur du
neurone, puis le signal de sortie est généré lorsqu’un certain seuil est atteint.

Par conséquent, le but du Perceptron est d’approcher une fonction f afin de produire
une sortie y (catégorie ou valeur réelle) de la forme y = f(x;w) à partir du vecteur d’entrée
x et du vecteur de paramètres w. Le perceptron est donc de la forme suivante :

f(x,w) = g(xTw + b) (2.1)

avec g une fonction non linéaire dite d’activation, destinée à simuler le phénomène de seuil
neuronal, et b le paramètre de biais. Les paramètres w et b sont déterminés de manière
itérative pendant le processus d’apprentissage du modèle.

Dans cette section, nous présentons par la suite le type de réseaux de neurones le
plus fréquemment mis en oeuvre : le Réseau de Neurones Convolutif (RNC) [LeCun et al.
(2015)].
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Réseau de Neurones Convolutif Les réseaux de neurones convolutifs [LeCun et al.
(2015)] sont une classe de modèles basés sur l’apprentissage profond. Un réseau de neurones
convolutif est dédié aux tâches de vision par ordinateur et se caractérise par l’utilisation
de couches de convolution et de sous-échantillonnage pour apprendre des représentations
visuelles efficaces.

Figure 2.9 – Architecture de Réseau de Neurones Convolutif. Source [LeCun et al. (2015)]

Les RNCs sont adaptés pour les problèmes d’apprentissage sur des données structurées,
organisées en grilles grille 1D, 2D, et 3D (signal audio, les images ou encore la vidéo).
Un réseau de neurones convolutif est généralement basé sur trois éléments principaux
(Figure 2.9) :

• Une couche de convolution : cette couche consiste à appliquer un filtre convolutif à
l’entrée de la couche, ce qui donne en sortie une carte de caractéristiques. Les poids
du filtre de convolution sont l’objet de l’apprentissage.

• Une fonction d’activation : c’est une fonction mathématique non-linéaire appliquée
à la carte de caractéristiques en sortie de la couche de convolution.

• Sous-échantillonnage : cette couche appelée aussi "couche avec pooling" consiste à
réduire les dimensions de la sortie de la fonction d’activation. Cette action est faite
soit par une fonction de maximum ou une fonction de moyenne.

Les réseaux de neurones convolutifs consistent à trouver une fonction reliant la sortie
à l’entrée au travers d’une succession de convolutions dont les paramètres sont appris par
rétropropagation [Rumelhart et al. (1995)] qui permet d’entraîner efficacement des réseaux
de neurones à plusieurs couches. Cette démarche consiste à définir une fonction de coût,
calculé à partir de l’écart entre les données d’apprentissage (vérité terrain) et la sortie du
RNC. L’erreur sur la fonction de coût est alors propagée à chaque paramètre depuis la
sortie vers l’entrée selon le théorème de dérivation des fonctions composées. Le modèle
est adapté grâce à une série de mises à jour des paramètres de filtre afin que la sortie
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du réseau optimise la fonction de coût. Cette fonction est généralement réalisée par une
méthode d’optimisation de descente de gradient particulière appelée descente de gradient
stochastique (SGD) [LeCun et al. (2015)].

Les exemples d’applications d’un RNC sur des images médicales sont nombreux. Parmi
ceux-ci, les auteurs de [De Vos et al. (2016)] utilisent un RNC pour détecter les organes
thoraciques sur des images TDM, alors que les auteurs de [Xu et al. (2019)] proposent
un modèle basé sur un RNC 3D pour la classification et par un réseau de proposition de
région (RPN) 3D pour la localisation des organes sur des images TDM.

2.5.2.2 Méthodes basées sur les régions

Les méthodes basées sur les régions correspondent au mécanisme attentionnel de la
perception humaine. Elles se décomposent en deux étapes. La première consiste en un
balayage grossier de l’ensemble des données, et la seconde se focalise sur des régions d’in-
térêt. Ces régions d’intérêt font ressortir les régions intéressantes dans l’image, c’est-à-dire
présentant des caractéristiques locales importantes. Ces régions peuvent se présenter sous
forme de points, de courbes continues ou de zones connectées. Sur nos données, nous
utilisons des boîtes rectangulaires pour la localisation appelée "boîtes englobantes".

Parmi les travaux basés sur les régions avec des réseaux de neurones convolutifs (R-
CNN) nous présentons dans la suite les méthodes R-CNN [Girshick et al. (2014)], Fast
R-CNN [Girshick (2015)] et Faster R-CNN [Ren et al. (2015)].

R-CNN L’algorithme de région avec des réseaux de neurones convolutifs [Girshick et al.
(2014)] proposé par Ross Girshick en 2014 est un réseau profond pour la détection d’objet
dans une image.

Figure 2.10 – Architecture de la méthode R-CNN. Source [Girshick et al. (2014)]

La méthode R-CNN, comme le montre la Figure 2.10, est répartie en trois étapes. Dans
la première étape, on commence par extraire des régions de l’image à l’aide d’un algorithme
de recherche sélective [Uijlings et al. (2013)]. Ensuite, on considère chaque région sélection-
née comme une entrée d’un CNN pour créer des vecteurs de caractéristiques représentant
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l’image d’entrée en dimensions réduites. En dernière étape, on classifie ces vecteurs de
caractéristiques en utilisant un algorithme d’apprentissage tel que le SVM. L’algorithme
de recherche sélective de la méthode R-CNN est un algorithme externe au réseau. Cela
présente un inconvénient pour cette méthode en augmentant le temps d’exécution et en
générant de mauvaises régions d’intérêt. Un autre inconvénient de l’algorithme R-CNN est
le nombre important des régions d’intérêt ce qui implique un grand nombre de CNN. Cela
rend l’opération très coûteuse.

Fast R-CNN Fast R-CNN [Girshick (2015)] est une amélioration de la rapidité de la
méthode R-CNN (R-CNN prend beaucoup de temps pour extraire les régions). Le principe
de Fast R-CNN comme le montre la Figure 2.11, consiste à prendre toute l’image numérique
comme une entrée d’un seul réseau CNN pour extraire les vecteurs de caractéristiques à
la différence de R-CNN qui prend chaque vecteur de caractéristiques de chaque région
comme une entrée d’un seul CNN. Ensuite, à partir de la carte des caractéristiques, deux
étapes sont appliquées : la localisation des régions en utilisant la couche "ROI pooling" et
la classification de ces régions en utilisant un softmax. Fast R-CNN extrait les vecteurs de
caractéristiques avec un traitement comprenant une seule étape, ce qui le rend plus efficace
que R-CNN qui est un traitement à plusieurs étapes. Par ailleurs, le Fast R-CNN repose
encore sur la recherche sélective pour extraire les propositions de régions, ce qui limite sa
vitesse de test et d’entraînement.

Figure 2.11 – Architecture de la méthode Fast R-CNN. Source [Girshick (2015)]

Faster R-CNN Faster R-CNN [Ren et al. (2015)] est l’évolution des méthodes Fast
R-CNN et R-CNN. Ces dernières s’appuient sur un algorithme fixe pour extraire les pro-
positions de régions, ce qui demeure lent et coûteux. Faster R-CNN est basé sur deux
réseaux de neurones qui partagent la partie convolution comme l’illustre la Figure 2.12.
Le premier réseau remplace l’algorithme de recherche sélective, ce réseau est appelé réseau
de proposition de région. Le deuxième réseau prend en entrée les régions proposées par le
premier réseau et recherche si elles contiennent l’objet à détecter. La détection est ensuite
faite par un ROI pooling et un classifieur.
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Figure 2.12 – Architecture de la méthode Faster R-CNN. Source [Ren et al. (2015)]

Des travaux ont ainsi proposé d’utiliser Faster R-CNN pour détecter le disque inter-
vertébral [Sa et al. (2017)] sur des images TDM où une précision moyenne de 0.905 a été
obtenue avec un temps d’exécution de 3 s à comparer à une méthode traditionnelle (HOG
+ SVM) conduisant à une précision moyenne de 0.091 et un temps d’exécution de 82 s.

2.5.2.3 Méthodes utilisant un seul réseau

Contrairement aux méthodes basées sur des régions, le principe de la méthode de réseau
unique est de prédire à la fois les classes et les boîtes englobantes en les passant à travers
un seul réseau de neurones profond. L’avantage de ces méthodes est qu’elles sont plus
rapides que les détecteurs basés sur les régions. Ces méthodes incluent You Only Look
Once (YOLO) [Redmon et al. (2016)], SSD [Liu et al. (2016)] et RetinaNet [Lin et al.
(2017)b].

You Only Look Once YOLO [Redmon et al. (2016)] est une méthode de détection
d’objets proposée par Redmon et al. en 2016. L’approche de YOLO utilise un seul réseau
profond. Elle consiste à prendre une image numérique en entrée et à la diviser en S × S
cellules. Chaque cellule prédit trois vecteurs :

• L’indice de confiance d’objet qui représente la probabilité qu’un objet soit contenu
dans une boîte englobante.

• Un tuple de 4 cordonnées (centre x, centre y, largeur w, hauteur h) qui représente
l’emplacement et les dimensions des boîtes englobantes B.

• Une probabilité de classe d’objet qui représente la probabilité d’appartenance de
l’objet détecté à une classe particulière.
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Figure 2.13 – La couche de la détection de YOLO. Source [Kathuria (2018)]

À la sortie de YOLO, comme le montre la Figure 2.13, l’image contient un total de
S×S×B boîtes englobantes. Chaque boîte englobante est associée à 4 coordonnées, 1 indice
de confiance et C probabilités de classes. Nous présenterons en détail le fonctionnement
de la méthode YOLO dans le Chapitre 3.

En imagerie médicale, YOLO a été utilisé pour la détection des nodules pulmonaires
en TDM avec une précision de 0.93 [Sindhu et al. (2018)], et YOLOv3 pour la détection
des reins en TDM [Lemay (2019)] avec une précision de 0.85 en 2D et de 0.74 en 3D.

Single shot object detectors La méthode Single Shot Detector (SSD) a été proposée
par Liu et al. en 2016 [Liu et al. (2016)]. L’architecture de SSD correspond à une pyramide
de différentes échelles comme le montre la Figure 2.14. Les cartes de caractéristiques d’une
image extraites par le modèle VGG-16 [Simonyan and Zisserman (2014)] sont représentées
à des différents niveaux et différentes échelles. Au contraire de YOLO, la détection avec
SSD se fait dans chaque couche pyramidale, en ciblant des objets de tailles différentes.

En imagerie médicale, le détecteur SSD a été utilisé dans [Lee et al. (2018)] pour
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Figure 2.14 – Architecture de la méthode SSD. Source [Liu et al. (2016)]

détecter des lésions hépatiques dans des volumes TDM avec une précision moyenne de
0.53.

RetinaNet RetinaNet [Lin et al. (2017)b] proposé par Lin et al. est un détecteur à un
seul réseau. Ce détecteur utilise l’erreur focale (FL) comme fonction de perte de clas-
sification. Cette fonction de perte FL consiste à résoudre le problème de déséquilibre de
classe. L’architecture de ”RetinaNet” est composée de quatre parties (voir Figure 2.15). La
première partie a pour rôle d’extraire des cartes de caractéristiques à différentes échelles.
La deuxième échantillonne ces cartes à l’aide d’un réseau sous la forme d’une pyramide
commençant par l’échelle la plus faible. Elle présente une connexion latérale qui fusionne
les couches descendantes et ascendantes ayant la même taille spatiale pour résoudre le pro-
blème de l’atténuation des signaux importants au cours du passage à travers les couches.
Ensuite, la troisième partie réalise la classification. La dernière partie consiste à localiser
les régions d’intérêt.

En imagerie médicale, RetinaNet a été utilisé dans [Yang et al. (2020)] pour détecter le
ventricule gauche dans des images d’échocardiographie multi-vues. Les précisions obtenues
pour les orientations d’acquisition deux chambres apicales (A2C), trois chambres apicales
(A3C) et quatre chambres apicales (A4C) sont respectivement de 0.86, 0.79 et 0.84.
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Figure 2.15 – Architecture de la méthode RetinaNet. Source [Lin et al. (2017)b]

2.6 Quelle est la méthode adéquate ?

Le but de notre approche est de détecter les organes rapidement et avec une bonne pré-
cision. Pour cela, nous avons détaillé précédemment les différentes approches de détection
d’objet pour les images médicales. Dans cette section nous allons utiliser une comparaison
de ces approches afin d’identifier un compromis entre la précision et la rapidité. Dans cette
comparaison nous allons adapter l’utilisation de l’apprentissage profond aux exigences spé-
cifiques de l’imagerie médicale.

Figure 2.16 – Étude comparative : Vitesse (ms) par rapport à la précision (Ap) sur la
base COCO [Lin et al. (2014)]. Source [Redmon and Farhadi (2018)]
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La Figure 2.16 ci-dessous montre la comparaison entre les différentes approches pro-
fondes faite par [Redmon and Farhadi (2018)] sur la base COCO [Lin et al. (2014)]. Les
différents nombres (320/416/608) sont les dimensions d’entrée des images. Celle-ci influe
sur les performances du modèle. Nous avons choisi la méthode YOLO (la courbe en violet)
comme méthode de détection, pour sa précision comparable aux autres méthodes et sa
rapidité. YOLO fonctionne beaucoup plus rapidement avec un temps d’inférence de 22 s
par rapport aux autres méthodes qui dépassent 1 min. Ce temps d’exécution est calculé
sur des GPU similaires comme M40 ou Titan X.

Une fois le choix de travailler avec YOLO effectué, il a fallu décider quelle version à
utiliser. YOLO présente quatre variantes principales : YOLOv1 est la première version qui
propose l’architecture globale, YOLOv2 [Redmon and Farhadi (2017)] améliore l’entraî-
nement et utilise des boîtes d’ancrage prédéfinies pour améliorer les suggestions de boîtes
englobantes. YOLOv3 [Redmon and Farhadi (2018)] améliore de plus l’architecture du
modèle en utilisant 3 couches de détection comme le montre la Figure 2.17. La version la
plus récente YOLOv4 [Bochkovskiy et al. (2020)] améliore l’entraînement en ajoutant de
nouvelles fonctionnalités comme l’augmentation des données (Mosaic) et la régularisation
DropBlock.

La troisième version de YOLO sera appliqué dans la suite de thèse, dans la mesure
où cette la version était la plus récente et performante lorsque nous avons commencé ce
travail de recherche.

Figure 2.17 – Architecture de la méthode YOLOv3. Source [Redmon and Farhadi (2018)]
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2.7 Conclusion

Au cours de ce chapitre, nous avons présenté l’importance de la détection des structures
anatomiques dans le corps humain pour l’imagerie médicale. Ensuite, nous avons défini la
détection d’objet dans le domaine de l’imagerie. Puis, nous avons présenté les images
sur laquelle nous allons appliquer les méthodes développées. Ces images sont des images
médicales des modalités TDM et IRM. En outre, nous avons détaillé l’état de l’art afin de
mettre l’accent sur l’importance de la détection en imagerie médicale.

Au cours de ces dernières années, le développement des approches de la détection
a évolué très rapidement, notamment en apprentissage automatique, où la progression
rapide des réseaux de neurones profonds révolutionne les technologies existantes. Dans ce
contexte, nous avons présenté les spécificités des réseaux de neurones profonds, qui sont
aujourd’hui utilisés dans de nombreuses études ayant pour objectif la détection d’objet en
imagerie médicale, et qui sont à la base des travaux réalisés au cours de cette thèse.

La comparaison des approches profondes nous a conduits à sélectionner comme détec-
teur la version 3 de YOLO pour son bon compromis entre précision et rapidité.

Dans le chapitre suivant, nous détaillons le modèle YOLOv3, son architecture et sa
fonction de perte. Nous présentons ensuite son application à la détection d’organes en
imagerie médicale multi-modalité.
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Chapitre 3

Détection multi-organe dans les images
médicales

3.1 Introduction

La détection des organes dans des images médicales est utilisée dans plusieurs appli-
cations hospitalières pour planifier des opérations chirurgicales ou rechercher une patho-
logie [Lee et al. (2018),Lemay (2019),Sa et al. (2017)]. En raison de la variabilité entre les
patients et la présence des artefacts d’acquisition, tels que le bruit et l’inhomogénéité du
champ magnétique en IRM, la détection est une tâche difficile.

Dans ce chapitre, nous présentons l’approche choisie adoptée pour la détection des
organes via un détecteur profond que nous avons sélectionné "YOLO". Dans la première
partie de ce chapitre (Section 3.2), nous détaillons l’architecture et la fonction de perte
de YOLO. Ensuite, nous introduisons le protocole expérimental en présentant la base de
données, les métriques d’évaluation et le protocole d’entraînement (Section 3.3). Dans
la Section 3.4, nous présentons les résultats qualitatifs et quantitatifs de l’algorithme de
YOLO. Cette expérience est réalisée sur des images médicales de différentes modalités
TDM, IRM et différentes orientations de coupe, axiales et coronales. Enfin, nous commen-
tons les résultats obtenus pour jauger l’intérêt de la méthode (Section 3.4).

3.2 Détection des organes par YOLO

Dans le chapitre précédent, nous avons vu de nombreux algorithmes basés sur des
réseaux profonds et nous avons sélectionné la version 3 de YOLO [Redmon and Farhadi
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(2018)] comme détecteur pour sa rapidité et sa précision par rapport aux autres méthodes
profondes. Dans cette section, nous commençons par détailler l’architecture du réseau YO-
LOv3 : les différentes couches du réseau et les hyperparamètres. Ensuite, nous présentons
la fonction de coût utilisée pour optimiser les paramètres du réseau.

3.2.1 Architecture de YOLO

Le principe du modèle YOLO est de ne parcourir l’image qu’une seule fois à tra-
vers un réseau neuronal profond, ce qui est le contraire des méthodes basées région (Sec-
tion 2.5.2.2). L’architecture globale de YOLOv3 est présentée dans la Figure 3.1.

Figure 3.1 – Architecture détaillée de la méthode YOLOv3. Source [De Palma (2020)]
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Son architecture est basée sur les couches de convolutions (Section 3.2.1.1) et trois
couches de détection (Section 3.2.1.2).

3.2.1.1 Couches de convolution

YOLOv3 est basé sur l’architecture d’un réseau de neurones de convolution (RNC)
à 53 couches de convolutions nommé ”Darknet53” (Figure 3.1). Le modèle YOLOv3 est
inspiré de l’idée du réseau pyramidal de caractéristiques (feature pyramid network) [Lin
et al. (2017)a]. Afin d’extraire des caractéristiques plus profondes, YOLOv3 ajoute cinq
blocs résiduels (BR) au réseau comme le réseau pyramidal de caractéristiques. Chaque
bloc contient une couche résiduelle suivie d’une couche de convolution. La couche rési-
duelle inclut l’ajout de zéros complémentaires (zéro padding) sur les bords de la convo-
lution et l’unité résiduelle. Chaque couche de convolution est suivie d’une normalisation
par lot (Batch Normalization) [Ioffe and Szegedy (2015)] et d’un ReLU avec fuite (leaky
ReLU) [Nair and Hinton (2010)]. L’algorithme de normalisation par lot est utilisé pour
accélérer la vitesse de convergence pendant l’entraînement du modèle, rendre le processus
d’entraînement du modèle plus stable et éviter l’explosion du gradient ou la disparition du
gradient.

Les sorties des couches résiduelles des blocs BR 3 et BR 4 (la partie gauche de la
Figure 3.1), ainsi que la sortie de la couche de convolution du bloc BR 5 sont utilisées
pour réaliser la détection des objets à 3 échelles différentes. Pour cela, le troisième bloc
produit des cartes de caractéristiques 52×52 afin de détecter les objets de petite taille. De
même, le quatrième bloc produit des cartes de caractéristiques 26 × 26 pour la détection
de cibles de taille moyenne. YOLOv3 dispose d’une couche de convolution 255×1×1 pour
produire des cartes de caractéristiques 13× 13 avec 255 canaux pour la détection de gros
objets. Enfin, YOLOv3 détecte des images à trois échelles différentes avec des cartes de
caractéristiques 32× 32, 16× 16 et 8× 8 à l’aide de la couche de la détection.

3.2.1.2 Couches de détection

Comme le montre la Figure 3.1, la détection est réalisée sur 3 différentes échelles.
Cette couche est du type densément connecté (Fully Connected). Elle effectue une somme
pondérée de tous les éléments de la matrice d’entrée pour obtenir un seul nombre en
résultat. Cette couche du réseau est de dimension S × S × 3× [(C classes) + 1 indice de
confiance + 4 coordonnées de la boîte englobante] où S représente le nombre de cellules
(Figure 2.13).

La couche de détection produit plusieurs boîtes englobantes qui se chevauchent pour
un même objet comme le montre la Figure 3.2. Ces boîtes englobantes sont sélectionnées
pour la détection finale à l’aide de l’algorithme de suppression de non maxima (SNM)
détaillé ci-dessous afin de ne garder que les boîtes englobantes de prédiction les plus fiables.
Auparavant, nous détaillons ci-dessous la métrique Intersection sur Union qui est utilisée
dans l’algorithme SNM.
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Figure 3.2 – Détection et application de l’algorithme SNM.

Intersection sur Union (Intersection over Union) L’intersection sur l’union (IoU)
est une métrique d’évaluation utilisée pour mesurer la précision du détecteur. IoU est l’aire
de l’intersection entre la boîte englobante de la prédiction de la détection X et la boîte
englobante de vérité terrain Y divisé par l’aire de l’union comme le montre l’Équation (3.1).

IoU(X,Y ) = | X ∩ Y |
| X ∪ Y |

(3.1)

Cette métrique mesure le chevauchement entre deux boîtes englobantes. Elle va de 0 à
1, 0 signifiant qu’il n’y a pas de chevauchement et 1 signifiant que la détection et la vérité
terrain se chevauchent parfaitement.

Suppression de non maxima L’algorithme SNM (Algorithme 1) traite les prédictions
classe par classe. La prédiction avec la plus grande probabilité d’être l’objet souhaité
est conservée et les boîtes englobantes trop proches de cette dernière ne le sont pas. En
supprimant d’abord toutes les prédictions avec des indices de confiance trop faibles, seul
un nombre pertinent de prédictions est conservé comme le montre la Figure 3.2.

Algorithme 1 Suppression de Non Maxima.
1: procédure : SNM
2: définir le seuil de IoU β
3: définir le seuil de l’indice de confiance τ
4: supprimer toutes les boîtes englobantes avec un indice de confiance < τ
5: pour chaque classe c ∈ C faire
6: tant que il reste des boîtes avec la classe c faire
7: sélectionner la boîte englobante b avec le plus grand indice de confiance
8: supprimer les boîtes englobantes dont IoU avec b >= β
9: fin tant que

10: fin pour
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3.2.1.3 Hyperparamètres

Les hyperparamètres du modèle sont des paramètres qui doivent être définis manuel-
lement avant le début de l’entraînement. Il existe plusieurs hyperparamètres à définir :

• Le nombre de classes (pour savoir le nombre de sorties à donner à la couche)

• Le seuil de l’algorithme suppression de non maxima.

• La taille de la cellule (qui divise l’image).

• Les boîtes d’ancrage et leurs tailles qui sont définies en fonction des annotations des
données d’entraînement.

Les boîtes d’ancrage L’algorithme de YOLOv3 divise l’image d’entrée en plusieurs
cellules. Afin de détecter de nombreux objets de différentes échelles, il utilise des boîtes en-
globantes prédéfinies avec des tailles et des rapports d’aspects différents, qui se concentrent
sur chaque cellule. Ces boîtes englobantes sont appelées boîtes d’ancrage. L’intuition est
d’utiliser des boîtes d’ancrage pour représenter les dimensions intrinsèques des objets.

Figure 3.3 – Les 3 échelles et les 3 rapports (hauteur / largeur) des boîtes d’ancrage.

L’ensemble des boîtes d’ancrage (B) est prédéfini d’une certaine hauteur et largeur.
Comme le montre la Figure 3.3, les boîtes d’ancrage sont utilisées pour représenter l’échelle
et le rapport hauteur / largeur de la catégorie d’objets spécifique à détecter, et sont
généralement sélectionnées en fonction de la taille de l’objet dans l’ensemble de données
d’apprentissage.

YOLOv3 utilise 9 boîtes d’ancrage c’est-à-dire 3 pour chaque échelle. Chaque boîte
d’ancrage est utilisée pour une taille d’objet différente. Les boîtes d’ancrage sont générées
à l’aide de l’algorithme de clustering "k-means" [MacQueen (1967)] qui vérifie toutes les
boîtes englobantes de l’ensemble des données afin de ne garder que les boîtes englobantes
les plus représentatives.
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3.2.2 Fonction de perte

La fonction de perte de la version initiale de YOLO est une somme de trois termes :
le premier traite les 4 coordonnées de la boîte englobante, le second traite l’indice de
confiance d’objet et le troisième traite la prédiction du score de classe. La fonction de
perte est donnée par l’Équation (3.2) [Redmon et al. (2016)] :

Lcoord︷ ︸︸ ︷
λcoord

S2∑
i=0

B∑
j=0

1
obj
ij

[
(xi − x̂i)2 + (yi − ŷi)2

]
+ λcoord
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j=0

1
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[(√
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√
ŵi

)2
+
(√
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√
ĥi

)2
]

+
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S2∑
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1
noobj
ij

(
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︸ ︷︷ ︸
Lobj

+
S2∑
i=0

1
obj
i

∑
c ∈ classes

(pi(c)− p̂i(c))2

︸ ︷︷ ︸
Lprob

(3.2)

Avec

S le nombre de cellules et B le nombre de boîtes englobantes ;

xi, yi, wi, hi les coordonnées de la boîte englobante ;

Ci l’indice de confiance ;

pi la probabilité de classe ;

1
obj
i vaut 1 si un objet est détecté dans la cellule i, et vaut 0 sinon ;

1
obj
ij vaut 1 si un objet est détecté dans la cellule i et la jème boîte englobante, et

vaut 0 sinon ;

1
noobj
ij vaut 1 si un objet n’est pas détecté dans la cellule i et la jème boîte englobante,

et vaut 0 sinon ;

λcoord et λnoobj sont des coefficients de pondération ;

Le modèle divise chaque image d’entrée en une grille S2 = S × S de cellules et chaque
cellule prédit B boîtes englobantes. Les B boîtes englobantes sont associées au nombre des
boîtes d’ancrage utilisées. Chaque boîte possède 5 + C attributs, où 5 fait référence aux
cinq attributs de la boîte englobante (les coordonnées du centre (xi, yi), la hauteur (hi),
la largeur (wi) et l’indice de confiance Ci) et C est le nombre de classes. Les fonctions des
trois termes Lcoord, Lobj et Lprob sont les suivantes :
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Lcoord : Le premier terme calcule la perte liée à la position prédite de la boîte englobante :
coordonnées (x, y), largeur w et hauteur h. Dans ce terme, (x̂, ŷ, ŵ, ĥ) correspondent
à la référence, fournie par les données d’entraînement.

Lobj : Le deuxième terme calcule la perte associée à l’indice de confiance pour chaque
prédiction de la boîte englobante, Ci est l’indice de confiance et Ĉi est l’intersection
sur l’union de la boîte englobante prédite avec la vérité terrain.

Lprob : Le troisième terme calcule la perte de classification.

Par choix de performance, nous avons choisi la version 3 de YOLO comme détecteur.
La fonction de perte n’est pas présentée en détail dans la publication relative à YOLOv3
[Redmon and Farhadi (2018)], mais celle-ci peut être déduite du code source.

La fonction de perte de YOLOv3 est présentée dans l’Équation (3.3). Cette version
est aussi la somme de trois termes. La première perte Lpos est la perte de décalage de
positionnement de la cible, la deuxième perte Lconf est la perte de confiance de la cible et
la dernière perte Lclass est la perte de classification de la cible, et λpos, λobj , λnoobj , λclass

sont des coefficients de pondération associés.
La première perte utilise l’erreur quadratique moyenne (MSE). La deuxième et la

troisième fonction de perte utilisent l’entropie croisée binaire (BCE) [De Boer et al. (2005)]
à l’opposé de YOLOv1 qui utilise des pertes quadratiques (Équation (3.2)).

λpos

S2∑
i=0

B∑
j=0

1
obj
ij

[(
σ(tx)− σ(t̂x)

)2
+
(
σ(ty)− σ(t̂y)

)2
+
(
tw − t̂w

)2
+
(
th − t̂h

)2
]

︸ ︷︷ ︸
Lpos

+λobj

S2∑
i=0

B∑
j=0

1
obj
ij BCE(Ĉi, Ci) + λnoobj

S2∑
i=0

B∑
j=0

1
noobj
ij BCE(Ĉi, Ci)︸ ︷︷ ︸

Lconf

+λclass

S2∑
i=0

B∑
j=0

1
obj
ij

[
C∑

k=1
BCE (q̂k, σ(sk))

]
︸ ︷︷ ︸

Lclass

(3.3)

Lpos : Perte liée au positionnement de la cible. Ce terme correspond à l’écart quadratique
entre les 4 coordonnées de la boîte de référence (tx, ty, tw, th) et celles prédites par
le réseau (t̂x, t̂y, t̂w, t̂h). Le détail de ces valeurs est donné en Figure 3.4. Dans la
Figure 3.4, la boîte rectangulaire en pointillés est la boîte englobante de vérité ter-
rain b̂ = (b̂x, b̂y, b̂w, b̂h) et la boîte rectangulaire pleine est la boîte englobante prédite
obtenue en calculant le décalage prédit par le réseau. Par conséquent, la boîte en-
globante prédite finale a comme coordonnées b = (bx, by, bw, bh) qui sont comme le
montre l’Équation (3.4) :
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bx = σ(tx) + cx ⇒ σ(tx) = bx − cx

by = σ(ty) + cy ⇒ σ(ty) = by − cy

bw = pw exp(tw) ⇒ tw = log
(
bw

pw

)
bh = ph exp(th) ⇒ th = log

(
bh

ph

) (3.4)

Figure 3.4 – Coordonnées de la boîte englobante. Source [Redmon and Farhadi (2017)]

Avec :

σ(x) la fonction sigmoïde, qui a été utilisée pour borner la position des boîtes en-
globantes prédites, afin d’empêcher la croissance infinie des dimensions de la boîte
englobante.

(tx, ty, tw, th) sont les coordonnées prédites de la boîte englobante par le réseau,
(cx, cy) sont les dimensions d’une cellule et (pw, ph) sont respectivement la largeur et
la hauteur de la boîte d’ancrage.

Lconf : Perte liée à la mesure de confiance de l’existence d’un objet dans la boîte englo-
bante prédite. Ce terme est basé sur la fonction d’entropie croisée et est donné par
l’équation suivante (Équation (3.5)) :

S2∑
i=0

BCE(Ĉi, Ci) =
S2∑
i=0

[
−Ĉi log (Ci)− (1− Ĉi) log (1− Ci)

]
(3.5)

Maryam HAMMAMI 31



CHAPITRE 3. DÉTECTION MULTI-ORGANE DANS LES IMAGES MÉDICALES

Avec :

Ci : correspond à la mesure de confiance de la présence d’un objet, évaluée à partir de
la probabilité qu’un objet soit présent dans la cellule (obji) et de l’intersection
sur l’union (IoU) de la boîte englobante de la prédiction (b) et de la vérité
terrain (b̂) (Équation (3.6)) :

Ci = Pr(obji) ∗ IoU(b, b̂) (3.6)

Ĉi : indique la présence ou non d’un objet dans la boîte. Ce terme prend la valeur
1 s’il existe un objet dans la boîte englobante i, et 0 dans le cas contraire ;

1
obj
ij : vaut 1 si un objet est détecté dans la cellule i et la jème boîte englobante, et

vaut 0 sinon ;
1

noobj
ij : vaut 1 si un objet n’est pas détecté dans la cellule i et la jème boîte englobante,

et vaut 0 sinon ;

Lclass : Perte liée à l’erreur de classification. Ce terme utilise également la fonction d’en-
tropie croisée et est donné par l’équation suivante (Équation (3.7)) :

C∑
k=1

[BCE (q̂k, σ(sk))] =
C∑

k=1
[−q̂k log (σ(sk))− (1− q̂k) log (1− σ(sk))] (3.7)

Avec :

σ(sk) : correspond, via une sigmoïde, à la probabilité de présence de l’objet de la classe
k prédit par le réseau dans la ième boîte englobante de la jème cellule ;

q̂k : indique si l’objet de la classe k existe effectivement. Ce terme vaut 1 si l’objet
est présent et 0 sinon ;

La fonction de perte de YOLOv3 (Équations (3.3), (3.5) et (3.7)) s’écrit comme suit
(Équation (3.8)) :

λpos

S2∑
i=0

B∑
j=0

1
obj
ij

[(
σ(tx)− σ(t̂x)

)2
+
(
σ(ty)− σ(t̂y)

)2
+
(
tw − t̂w

)2
+
(
th − t̂h

)2
]

+λobj

S2∑
i=0

B∑
j=0

1
obj
ij

[
−Ĉi log (Ci)− (1− Ĉi) log (1− Ci)

]

+λnoobj

S2∑
i=0

B∑
j=0

1
noobj
ij

[
−Ĉi log (Ci)− (1− Ĉi) log (1− Ci)

]

+λclass

S2∑
i=0

B∑
j=0

1
obj
ij

C∑
k=1

[−q̂k log (σ(sk))− (1− q̂k) log (1− σ(sk))] (3.8)
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3.3 Protocole expérimental

Dans cette section nous détaillons le protocole expérimental mis en place au cours
des expériences d’évaluation du détecteur YOLOv3 sur les images médicales de modalité
TDM et IRM. Nous présentons dans la Section 3.3.1, la base de données utilisée dans les
expériences. Dans la Section 3.3.2, nous exposons les détails des métriques d’évaluation.
Enfin dans la Section 3.3.3, nous présentons le protocole d’entraînement de l’expérience.

3.3.1 Base de données

Les données médicales sont le point central de tout projet de recherche clinique. Elles
peuvent être utilisées pour déterminer l’effet du traitement sur un groupe de patients, et
elles peuvent également être utilisées pour suivre la progression de la maladie. L’annotation
constitue une partie cruciale et délicate du processus d’acquisition de la base de données.
En effet, selon la complexité du travail d’identification ou de représentation requis, l’étude
de chaque image peut prendre de quelques secondes à plusieurs heures.

Dans la section suivante nous présentons la base de données de challenge VISual
Concept Extraction challenge in RAdioLogy (VISCERAL) [Hanbury et al. (2012)].

VISCERAL Anatomy Benchmark

Le challenge VISCERAL [Hanbury et al. (2012)] a mis en place plusieurs compétitions
en segmentation d’images, détection de lésions, points de repères et de recherche d’images
par le contenu [Jimenez-del Toro et al. (2016)]. Les données utilisées dans cette étude
proviennent de ce challenge. Ils comportent deux jeux de données : (1) un jeu de données
VISCERAL Gold et (2) un jeu de données VISCERAL Silver.

VISCERAL Gold Le projet VISCERAL a collecté, anonymisé et a mis à disposition
pour les challenges [Jimenez-del Toro et al. (2016)] un grand nombre d’images annotées
manuellement appelées «VISCERAL Gold». Les annotations de cette base ont été crées
par des experts médicaux. Le Tableau 3.1 donne les détails sur cette base.

Tableau 3.1 – Détails de la base VISCERAL Gold : la modalité, l’anatomie, le contraste,
le nombre de volumes, les annotations des structures anatomiques et les dimensions de
volumes.

Modalité Anatomie Contraste Volumes Annotations Dimensions
TDM corps-entier non-contrasté 20 384 512 × 512 × 880

thorax-abdomen contrasté 20 387 512 × 512 × 438
IRM T1w corps-entier non-contrasté 20 305 387 × 25 × 1506
IRM T2w abdomen contrasté 20 219 312 × 72 × 384

VISCERAL Silver En plus de la base de données d’image VISCERAL Gold avec
des annotations d’experts décrite dans la section précédente, le challenge VISCERAL a
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également produit une base de données plus grande appelée "VISCERAL Silver". Les
annotations de cette base ont été créés en fusionnant les résultats des algorithmes de
segmentation conçus par les participants dans les challenges. Bien que les annotations de
la base de données Silver ne soient pas aussi précises que les annotations des experts, le
résultat combiné des algorithmes est plus précis que celui des algorithmes individuels.

Par la suite, pour les expériences d’application YOLO sur les images médicales, nous
allons utiliser l’ensemble des données VISCERAL Gold (20 patients par modalité). Dans
cette base, nous avons sélectionné les modalités TDM thorax-abdomen et IRM abdomen
fournissant respectivement 20 et 15 annotations de structure.

3.3.2 Métriques d’évaluation

L’évaluation expérimentale du détecteur est la principale étape pour comprendre ses
avantages et ses inconvénients.

Nous allons utiliser la distance moyenne pour évaluer les résultats de l’application du
détecteur YOLO. La distance moyenne est utilisée pour quantifier l’écart millimétrique des
boîtes englobantes de détection par rapport aux boîtes englobantes de la vérité terrain.

Par ailleurs, nous utiliserons la précision moyenne globale (mAp) pour sélectionner le
meilleur modèle en utilisant une procédure de validation croisée à k plis.

La distance moyenne : La distance moyenne (Avg Dist) est utilisée pour évaluer la
distance des boîtes englobantes de détection par rapport aux boîtes englobantes de la vérité
terrain. Elle est déterminée en calculant la moyenne des 6 distances séparant les faces des
boîtes englobantes détectées et les boîtes correspondant à la vérité terrain.

La précision moyenne globale : La précision moyenne globale (mAp, de l’anglais
”mean Agerage precision”) est couramment utilisée pour mesurer la précision des détec-
teurs d’objets. Cette métrique est la moyenne de la précision moyenne (Ap) sur toutes les
classes, définie ci-dessous. Plus le score est élevé, plus la détection est précise. Cette mé-
trique est définie à partir des notions de précision et de rappel, ces derniers étant calculés
à partir du nombre de : Vrai positif (VP), Faux positif (FP) et Faux négatif (FN). Ces
derniers éléments ont obtenu en seuillant l’Intersection sur Union (IoU) : pour une classe
donnée, la détection est marquée comme correcte lorsque l’IoU entre la boîte de détection
et la vérité terrain est supérieure à un seuil prédéfini, β.

Vrai Positif, Faux Positif, Faux Négatif et Vrai Négatif :

Vrai positif (VP) : Une détection est définie comme correcte lorsque IoU ≥ β.
VP correspond alors au nombre de détections correctes.

Faux positif (FP) : Une détection est définie comme erronée lorsque IoU < β.
FP correspond alors au nombre de détection erronées.
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Faux négatif (FN) : Cet élément correspond au cas d’un objet présent non détecté.
FN correspond au nombre de ces cas.

Vrai négatif (VN) : Cet élément correspond au cas de la prédiction correcte d’absence
d’objet. VN correspond au nombre de ces cas.

Précision : La précision est définie par la proportion de prédictions positives correctes
donnée par (Équation (3.9)) :

Précision = V P

V P + FP
= V P

toutes les détections (3.9)

Rappel : Le rappel est la capacité d’un modèle à trouver tous les cas pertinents.
Pour une classe donnée, il s’agit de la proportion de vrais positifs détectés par rapport
à l’ensemble des objets à détecter de cette classe. Le rappel est donc donné par (Équa-
tion (3.10)) :

Rappel = V P

V P + FN
= V P

l’ensemble des objets à détecter (3.10)

En faisant varier la valeur du seuil d’IoU β, il est possible de tracer la courbe rappel-
précision pour une classe donnée. Cette courbe (Figure 3.5) permet d’évaluer les perfor-
mances d’un modèle de détection d’objets : le modèle est considéré comme un bon modèle
prédictif si la précision reste élevée alors que le rappel augmente. La précision moyenne
Ap est alors définie comme l’aire sous cette courbe . La précision moyenne globale (mAp)
correspond à la moyenne des Ap de toutes les classes.

(a) Courbe précision-rappel Ap1. (b) Courbe précision-rappel Ap2.

Figure 3.5 – Courbe précision-rappel mAp = 1
2
∑C=2

i=1 Api = 0.9535. Source [Gad (2021)]
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3.3.3 Protocole d’entraînement

Nous avons appliqué une approche d’apprentissage par transfert [Pan and Yang (2009)].
Cette méthode s’appuie sur des modèles pré-entraînés pour réaliser des tâches similaires
aux nôtres afin de pouvoir effectuer un apprentissage de convergence plus rapide. Dans
notre cas, nous avons utilisé une base de données d’images naturelles. Le réseau YOLOv3
a été pré-entraîné sur les données de la base ImageNet [Deng et al. (2009)] (tâche de
classification avec 1000 classes). Nous avons utilisé ce réseau pré-entraîné sur nos données
à l’exception de la dernière couche.

La détection d’organes multiples a été évaluée sur 20 patients en utilisant la validation
croisée avec 10 plis. La validation croisée consiste à diviser les images d’entrée en K = 10
plis et chaque pli est utilisé comme un ensemble de test à un moment donné. À chaque
itération de la validation croisée, nous avons donc utilisé 18 patients pour l’apprentissage
et 2 patients pour le test. Dans la première expérience, le premier pli est utilisé pour tester
le modèle et le reste est utilisé pour entraîner le modèle. Dans la deuxième expérience,
le deuxième pli est utilisé comme un ensemble de test, et le reste est utilisé comme un
ensemble d’apprentissage. Ce processus est répété jusqu’à ce que chacune des 10 plis ait
été utilisé comme un ensemble de test. La division du jeu de données est identique dans
les deux modalités IRM et TDM. Pour chaque pli, le modèle est sélectionné suivant la
meilleure performance de détection mesurée par la précision moyenne globale mAp.

Dans l’étude expérimentale, nous avons choisi d’appliquer le modèle YOLO sur des
coupes axiales et coronales 2D extraites des images 3D en raison des restrictions de mémoire
du GPU et de la complexité du modèle de réseau si celui-ci devait être défini sur des images
3D. Nous utilisons les annotations de segmentation fournies pour définir les annotations
des boîtes englobantes 2D afin d’entraîner les détecteurs YOLO. Par la suite, nous avons
normalisé les dimensions de l’image d’entrée, ce qui donne lieu à la normalisation des
coordonnées des cases englobantes.

Nous entraînons YOLO avec des époques de 450 et un taux d’apprentissage décroissant.
En outre, YOLO applique une modification photométrique dans l’espace Teinte Saturation
Valeur (TSV) afin d’augmenter les données. Nous n’avons pas appliqué de rotation ou de
retournement afin de pouvoir distinguer les organes gauches et droits en tant que classes
distinctes (par exemple poumon droit et gauche).

Pendant toutes les expériences, nous avons fixé les coefficients de pondération λpos,
λobj , λnoobj , λclass à 1.

3.4 Résultats

Dans cette section, nous commentons les résultats de l’application du détecteur YO-
LOv3 sur les images médicales de modalités TDM et IRM (pour les coupes axiales et
coronales). Pour cela, nous présentons les résultats des évaluations qualitatives et quanti-
tatives du détecteur YOLOv3.
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3.4.1 Évaluation qualitative

L’évaluation qualitative pour la détection des organes sur des images médicales nous
permet de mieux visualiser le comportement du détecteur. Les Figures 3.6 et 3.7 montrent
un exemple de détection multi-organe utilisant YOLO respectivement pour une image
TDM axiale et une image IRM axiale.

(a) Vérité terrain. (b) Prédiction.

Figure 3.6 – Détection multi-organe en 2D sur une image TDM axiale.

(a) Prédiction 1. (b) Prédiction 2.

Figure 3.7 – Détection multi-organe en 2D sur une image IRM axiale.

La Figure 3.6 est organisée en deux vues ; la vérité terrain (Figure 3.6a) et la prédiction
de détection (Figure 3.6b). Elle montre la similarité des boîtes englobantes prédites avec
les boîtes de la vérité terrain. La Figure 3.7 illustre deux images IRM de prédiction 2D.
Elle montre que les boîtes englobantes sont centrées sur les organes, même pour les plus
petits. De plus, nous pouvons noter que le détecteur se comporte bien en présence d’une
anomalie, telle que celle présente dans la Figure 3.7b, où le patient n’a qu’un seul rein.

Maryam HAMMAMI 37



CHAPITRE 3. DÉTECTION MULTI-ORGANE DANS LES IMAGES MÉDICALES

3.4.2 Évaluation quantitative

Dans cette section, nous présentons l’évaluation quantitative pour les modalités TDM
et IRM pour les coupes axiales et coronales. Nous évaluons la détection pour ces deux
coupes 2D, du fait de l’impossibilité d’une étude directe en 3D, liée aux limitations de
l’espace mémoire GPU.

Dans les Tableaux 3.2 et 3.3, nous donnons les mesures de la distance moyenne pour
les modalité IRM et TDM. Ces mesures sont réalisées sur les boîtes englobantes 3D de
chaque organe. Ces boîtes 3D sont obtenues en prenant les coordonnées maximales de la
série de boîtes 2D fournies par le réseau.

• Résultats obtenus à partir des coupes axiales : Dans le Tableau 3.2a, nous observons
que les distances correspondant aux organes de grande taille dans les deux modalités
sont satisfaisantes, tels que la rate 6.90± 7.04 mm pour le TDM (11.75± 17.75 mm
pour l’IRM (Tableau 3.3a) et le rein gauche 5.61± 12.93 mm pour le TDM, contrai-
rement aux organes difficiles à détecter tels que le pancréas 14.34± 10.42 mm pour
le TDM et le corps musculaire du rectus abdominis gauche 55.99 ± 5.08 mm pour
l’IRM (Tableau 3.3a).

La distance moyenne est de 8.00 ± 7.65 mm pour la modalité TDM et de 22.63 ±
9.34 mm pour la modalité IRM.

• Résultats obtenus à partir des coupes coronales : De la même façon que pour les
coupes axiales, la détection des grands organes est meilleure que la détection des
petits organes (Tableau 3.3b). La distance pour le rein droit est de 3.39± 1.71 mm
(Tableau 3.2b) pour la modalité TDM (5.51 ± 4.88 mm (Tableau 3.3b) pour la
modalité IRM ) contrairement au muscle droit qui est une partie difficile à détecter
car il est différent d’un patient à un autre où la distance est de 10.69 ± 5.34 mm
(Tableau 3.2b) pour la modalité TDM (41.31 ± 0.00 mm (Tableau 3.3b) pour la
modalité IRM).

La distance moyenne est de 7.07 ± 5.32 mm pour la modalité TDM et de 17.37 ±
8.50 mm pour la modalité IRM.

Nous observons que les résultats globaux (moyenne des métriques sur l’ensemble des
organes) sont meilleurs pour la détection obtenue à partir des coupes coronales que celle
obtenue à partir des coupes axiales. Cela est dû au fait que les organes présentent plus
d’informations (bien distribués) en coupe coronale.

Par ailleurs, en ce qui concerne le temps d’exécution de YOLO, nous traitons un volume
TDM entier en 8 s, et un volume IRM entier en 3 s pour une inférence réalisée sur des
GPU NVIDIA Tesla V100 avec 32 Go de mémoire.
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Tableau 3.2 – Distance moyenne pour la modalité TDM pour les boîtes englobantes
obtenues à partir des coupes axiales et coronales.

(a) Axiales. (b) Coronales.
Trachée 9.81± 23.97 3.83± 4.31
Poumon droit 3.80± 1.32 3.39± 1.71
Poumon gauche 3.52± 1.51 4.59± 7.58
Pancréas 14.34± 10.42 12.79± 7.61
Vésicule biliaire 6.95± 10.99 6.21± 3.30
Vessie 4.04± 1.21 5.85± 7.27
Sternum 7.05± 8.33 8.13± 9.31
Vertèbre L1 6.24± 3.52 9.31± 4.98
Rein droit 4.71± 5.81 3.39± 5.08
Rein gauche 5.61± 12.93 3.38± 4.61
Surrénale droite 6.63± 6.54 7.87± 4.20
Surrénale gauche 8.14± 8.48 8.67± 7.76
Psoas droit 16.67± 13.48 10.70± 6.80
Psoas gauche 12.70± 7.10 11.41± 6.53
Abdominale D. 13.63± 12.18 10.69± 5.34
Abdominale G. 11.92± 7.33 9.14± 4.81
Aorte 4.03± 3.06 7.20± 4.34
Foie 7.45± 4.47 5.81± 2.78
Thyroïde 5.91± 3.22 5.33± 3.79
Rate 6.90± 7.04 3.72± 4.38
Moyenne 8.00± 7.65 7.07± 5.32

Tableau 3.3 – Distance moyenne pour la modalité IRM pour les boîtes englobantes
obtenues à partir des coupes axiales et coronales.

(a) Axiales. (b) Coronales.
Pancréas 17.70± 8.33 16.63± 7.55
Vésicule biliaire 17.78± 10.49 8.26± 3.22
Vessie 15.12± 17.73 10.83± 10.08
Vertèbre L1 13.59± 5.10 11.39± 4.57
Rein droit 8.84± 11.93 5.51± 4.88
Rein gauche 11.49± 15.71 9.88± 16.46
Psoas droit 12.03± 5.29 10.94± 5.80
Psoas gauche 13.80± 7.19 11.54± 7.69
Abdominale D. 41.31± 0.00
Abdominale G. 55.99± 5.08 40.21± 7.77
Aorte 81.20± 0.00 36.54± 0.00
Foie 12.26± 7.59 13.44± 13.00
Rate 11.75± 17.75 9.31± 12.97
Moyenne 22.63± 9.34 17.37± 8.50

Maryam HAMMAMI 39



CHAPITRE 3. DÉTECTION MULTI-ORGANE DANS LES IMAGES MÉDICALES

3.5 Conclusion

Dans ce chapitre, nous avons détaillé le fonctionnement et l’architecture du détecteur
YOLO et nous sommes entrés dans les détails de sa fonction de perte. Ensuite, nous
avons décrit les métriques d’évaluation de détection et la base de données utilisée dans
les expériences. Puis, nous avons présenté les résultats de détection obtenus avec YOLO
pour la détection multi-organe sur des images médicales de modalité IRM et TDM. Nous
avons remarqué que la détection des grands organes est très satisfaisante pour les deux
modalités. De plus, le temps d’inférence est faible, que ce soit pour la modalité TDM (8 s)
ou pour la modalité IRM (3 s). En revanche, la limitation de cette méthode est que la
détection de petits organes n’est pas satisfaisante. Cela est dû au manque d’informations
sur ces organes, c’est-à-dire au manque de données d’entraînement. En imagerie médicale,
le manque de données est l’une des principales limites de l’apprentissage profond.

Dans le chapitre suivant, nous développons une approche pour réduire ces limitations
de détection par YOLOv3, en augmentant par des données synthétiques la base de données
d’entraînement du détecteur.
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Chapitre 4

Augmentation des données pour la
détection multi-organe dans les images

médicales

4.1 Introduction

En imagerie médicale, il est difficile d’acquérir une quantité suffisante de données d’en-
traînement pour former un réseau neuronal profond. Le manque de données d’entraînement
est l’une des principales limites de la détection basée sur l’apprentissage profond. Cela est
dû au fait que l’étiquetage manuel que les experts doivent réaliser pour chaque organe
s’avère long et coûteux en temps. Cette rareté de données d’entraînement rend primordial
le fait de pouvoir enrichir les données initiales, ce qui permet de régulariser l’apprentis-
sage et de minimiser l’influence de la pénurie de données. Nous appelons cette technique
l’augmentation de données. L’augmentation de données peut ainsi être vue comme une
forme de régularisation conçue pour améliorer les performances d’un modèle en évitant le
surapprentissage.

Dans ce chapitre, nous présentons l’augmentation des données par transformation des
données initiales (transformations géométriques et photométriques). Ensuite, nous dé-
taillons les avancées récentes basées sur des modèles génératifs pour augmenter les données
en générant des données synthétiques. Dans la Section 4.4, nous présentons la méthode
que nous avons utilisée pour générer des images synthétiques et nous montrons comment
ajouter ces images pour entraîner notre détecteur. Par la suite, nous détaillons le protocole
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mis en place lors des expériences. Dans la Section 4.6, nous détaillons en premier lieu les
résultats quantitatifs et qualitatifs pour les expériences de générations des images synthé-
tiques et ensuite les résultats sur l’augmentation des données. Nous dressons finalement
les conclusions et les perspectives de ce travail.

4.2 Augmentation des données

L’augmentation des données est une technique qui a pour but d’améliorer les perfor-
mances du modèle en simulant des versions similaires des données. Dans cette section, nous
présentons deux grandes familles de méthodes d’augmentation des données : méthode par
transformation et méthode générative.

4.2.1 Méthodes par transformation

La technique d’augmentation des données par transformation est la plus utilisée dans
le domaine de l’imagerie. Elle consiste à générer des données d’entraînement supplémen-
taires en appliquant des transformations aux données d’entraînement initiales. Les trans-
formations utilisées sont des transformations géométriques et photométriques [Shorten and
Khoshgoftaar (2019)]. Les transformations géométriques incluent le retournement (flip), la
rotation, la translation, le recadrage aléatoire, le redimensionnement. Les transformations
photométriques incluent la perturbation des couleurs (color jittering), le renforcement des
bords, l’Analyse en Composantes Principales (PCA) [Bargoti and Underwood (2017)] et
l’ajout de bruit.

Les références [Dvornik et al. (2017),Karsch et al. (2011),Su et al. (2015)] fournissent
des exemples de détection d’objet qui utilisent les techniques d’augmentation des données
standard afin d’améliorer les performances du modèle.

4.2.2 Méthodes génératives

L’augmentation des données avec des méthodes génératives est une approche complè-
tement différente de l’augmentation des données par transformation. Dans cette méthode,
les images d’entrée ne sont pas transformées, mais un modèle génératif est entraîné pour
générer des données supplémentaires, synthétiques, similaires aux données réelles. Les au-
teurs [Rozantsev et al. (2015),Riegler et al. (2015),Shrivastava et al. (2017)] utilisent des
méthodes génératives afin d’améliorer les performances de détecteurs.

L’augmentation des données par des méthodes génératives permet de régler le manque
des données en générant des images semblables à des données réelles. Par contre, elle ne
résout pas le manque d’étiquetage. Cette opération d’étiquetage qui est lente et coûteuse
peut être allégée si l’on peut réutiliser les étiquettes obtenues sur une autre modalité
(par exemple, l’IRM) pour former des données étiquetées dans une nouvelle modalité (par
exemple, le TDM). Par conséquent, pour améliorer les performances de détection YOLO
sur notre base de données, nous allons générer des images synthétiques d’une modalité
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cible à partir des images d’une modalité source, tout en conservant les étiquettes connues
des images source. Cette approche est détaillée dans la suite.

4.3 Synthèse d’images multi-modalités

Plusieurs travaux utilisant des réseaux antagonistes génératifs (par la suite nous allons
utiliser la nomenclature en anglais Generative Adversarial Network (GAN)) pour synthé-
tiser des images dans une modalité à partir de celles d’une autre ont été proposés [Yi et al.
(2019)]. Ainsi l’approche dite ”CycleGAN” a été proposée par [Zhu et al. (2017)] et est
devenue l’une des approches couramment utilisée [Welander et al. (2018),Wolterink et al.
(2017),Jiang et al. (2018),Huo et al. (2018)] pour la génération d’images médicales synthé-
tiques. Il est important de noter qu’un CycleGAN peut être utilisé dans le cas de données
non appariées, ce qui est particulièrement utile dans notre application, car il est rare d’avoir
des images de différentes modalités pour le même patient dans les mêmes conditions. En
d’autres termes, les instances ne sont pas mutuellement mises en correspondance entre les
domaines source et cible.

Un CycleGAN a été utilisé dans [Wolterink et al. (2017)] pour générer des images TDM
du cerveau à partir d’images IRM, et dans [Jiang et al. (2018)] pour générer des images
IRM du poumon à partir d’images TDM afin de segmenter des tumeurs du poumon. Notre
travail s’inspire de [Huo et al. (2018)] où l’objectif était de segmenter un seul organe (le foie)
sans disposer d’annotations de vérité du terrain pour la modalité cible. Un CycleGAN a été
utilisé pour générer des images de la modalité cible à partir des images sources étiquetées.
Les étiquettes sources sont ensuite transférées à la cible. Comme nous l’avons déjà évoqué,
notre travail vise la détection de plusieurs organes.

Dans la suite de cette section, nous présentons en détail le modèle génératif le plus
utilisé le Réseau Antagoniste Génératif [Goodfellow et al. (2014)]. Ensuite, nous présentons
le modèle CycleGAN [Zhu et al. (2017)] utilisé lors des expérimentations au cours de cette
thèse pour l’augmentation des données médicales.

4.3.1 Réseau Antagoniste Génératif

Un réseau antagoniste génératif est un modèle génératif proposé par Ian Goodfellow en
2014 [Goodfellow et al. (2014)]. Un GAN est une méthode de réseau profond pour générer
des images synthétiques similaires à des images réelles. Ce modèle repose sur la mise en
compétition de deux réseaux : un générateur (G) et un discriminateur (D) (Figure 4.1) :

• G : Un réseau générateur qui prend en entrée un vecteur aléatoire et doit générer en
sortie une image. Au fur et à mesure que le réseau va apprendre, les images en sortie
seront de meilleure qualité. Les images générées sont soumises au discriminateur qui
va les évaluer et essayer de deviner si elles sont réelles ou pas. L’entraînement du
générateur est supervisé : les poids doivent être modifiés pour faire correspondre
le vecteur aléatoire en entrée à une perte minimale en sortie du discriminateur.
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Les prédictions faites sur un même vecteur aléatoire en entrée du générateur vont
s’affiner au fil des générations à la manière d’une image dont la qualité s’améliore
avec le temps.

• D : Un réseau discriminateur qui estime la probabilité qu’un échantillon provienne
des données d’entraînement plutôt que de G. L’entraînement est supervisé et réalise
cette classification binaire supervisée par régression logistique.

Figure 4.1 – Illustration d’un réseau antagoniste génératif. Source [Sadrach (2020)]

Entraînement d’un GAN : Un GAN est entraîné en résolvant le problème de maxi-
misation/minimisation suivant (Équation (4.1)) [Goodfellow et al. (2014)] :

min
G

max
D

V (D,G) = Ex∼pdata(x) [log(D(x))] + Ez∼pz(z) [log(1−D(G(z)))] (4.1)

Dans cette expression, D(x) est l’estimation par le discriminateur de la probabilité que
l’instance de données réelles x soit réelle, Ex est l’espérance évaluée sur l’ensemble des
données réelles x, G(z) est la sortie du générateur en fonction du bruit z, D(G(z)) est
l’estimation par le discriminateur du fait que l’instance G(z) soit réelle ou fausse et Ez est
l’espérance évaluée sur l’entrée aléatoire z du générateur.

Ainsi que cela a été montré dans [Goodfellow et al. (2014)], l’entraînement du GAN
peut alors être réalisé en alternant :
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– l’entraînement du discriminateur D pour un générateur G fixé, ce qui revient à
réaliser l’optimisation (Équation (4.2)) :

max
D

V (D,G) (4.2)

– l’entraînement du générateur G pour un discriminateur fixé, à savoir optimiser
(Équation (4.3)) :

min
G

V (D,G) = min
G

Ez∼pz(z) [log(1−D(G(z)))] (4.3)

4.3.2 CycleGAN

Un CycleGAN [Zhu et al. (2017)] est une méthode d’apprentissage profond non supervi-
sée qui permet une traduction bidirectionnelle entre le domaine source X, {xi}Mi=1 (xi ∈ X)
et le domaine cible Y , {yi}Ni=1 (yi ∈ Y ). Nous désignons la distribution des données par
x ∼ pX(x) et y ∼ pY (y). Elle utilise deux réseaux générateurs G1, G2 tels que G1 : X → Y

et G2 : Y → X, associés chacun à un réseau discriminant, D1 et D2 comme le montre la
Figure 4.2. Les réseaux G et D sont en concurrence les uns avec les autres. Par la suite,
nous détaillons l’architecture et la fonction de perte d’un CycleGAN.

Figure 4.2 – Application d’un CycleGAN sur des images médicales.

Architecture d’un CycleGAN Les architectures des générateurs G et discriminateurs
D sont présentées dans la Figure 4.3 :

– G : Le générateur du CycleGAN comporte trois parties : un encodeur, un transfor-
mateur et un décodeur. L’image d’entrée est introduite directement dans l’encodeur
pour extraire les caractéristiques ce qui réduit la taille de la représentation tout en
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augmentant le nombre de canaux. Ensuite, la sortie de l’encodeur est passée dans
le transformateur qui utilise ces caractéristiques et les combine pour les transformer
d’un domaine à un autre. La sortie du transformateur est ensuite passée dans le
décodeur qui utilise des blocs de convolution transposée pour ramener la taille de la
représentation à la taille originale.

– D : Le discriminateur est implémenté comme un modèle PatchGAN [Zhu et al.
(2017)] qui vise à classer les images comme réelles ou synthétiques. Ce réseau exa-
mine une sous-image (patch) de l’image d’entrée et donne en sortie la probabilité
que ce patch soit "réel" ou pas. Cette méthode est efficace car elle permet au discri-
minateur de se concentrer sur les caractéristiques locales (telles que la texture), qui
sont généralement les éléments modifiés dans les tâches de synthèse d’images.

Figure 4.3 – Architecture du générateur et du discriminateur d’un CycleGAN. Source
[Wolf (2018)]
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Fonction de perte La fonction de perte de CycleGAN comporte deux termes : une
perte antagoniste et une perte de cohérence de cycle :

– Perte antagoniste : La perte antagoniste d’un réseau antagoniste génératif LGAN

est appliquée aux deux générateurs et discriminateurs (Figure 4.4a). La fonction
de perte classiquement associée utilise la perte d’entropie croisée (Cross-Entropy)
[Goodfellow et al. (2014)]. Elle a pour but de rapprocher (matching) la distribution
des images générées de la distribution des données dans le domaine cible. Cette perte
s’écrit comme suit (Équation (4.4) et Équation (4.5)) :

LGAN (G1, D2, X, Y ) = Ey∼pY (y) [log(D2(y))] + Ex∼pX(x) [log(1−D2(G1(x)))](4.4)

LGAN (G2, D1, Y,X) = Ex∼pX(x) [log(D1(x))] + Ey∼pY (y) [log(1−D1(G2(y)))](4.5)

Ainsi G1 (resp. G2) génère des images G1(x) (resp. G2(x)) similaire à des images du
domaine cible Y (resp. X), tandis que D2 (resp. D1) a pour but de distinguer entre
les images synthétiques G1(x) (resp. G2(x)) et les images réelles y (resp. x).

Certains auteurs ont proposé d’utiliser une autre fonction de perte basée sur l’erreur qua-
dratique [Mao et al. (2017)]. Cette fonction est plus stable pendant l’entraînement et gé-
nère des résultats de meilleure qualité [Zhu et al. (2017)]. Les fonctions de perte définies en
(Équation (4.4)) et (Équation (4.5)) deviennent alors (Équation (4.6)) et (Équation (4.7)) :

LLsGAN (G1, D2, X, Y ) = Ey∼pY (y)
[
(D2(y)− 1)2

]
+ Ex∼pX(x)

[
D2(G1(x))2

]
(4.6)

LLsGAN (G2, D1, Y,X) = Ex∼pX(x)
[
(D1(x)− 1)2

]
+ Ey∼pY (y)

[
D1(G2(y))2

]
(4.7)

Figure 4.4 – Perte antagoniste et perte de cohérence du cycle. Source [Zhu et al. (2017)]

48 Maryam HAMMAMI



4.4. MÉTHODE PROPOSÉE

– Perte de cohérence de cycle : Cette fonction de perte Lcyc est utilisée dans le
CycleGAN pour comparer les images reconstruites avec les images réelles. L’objectif
de cette fonction de perte est d’imposer une similarité entre l’image réelle (X) et
l’image reconstruite G1(G2(X)). Cette perte utilise la norme L1.

Comme le montre la Figure 4.4b, l’image X est transformée via le générateur G1

qui donne l’image générée Ŷ . Cette image générée Ŷ est ensuite transformée via le
générateur G2 qui donne l’image générée X̂ (l’image reconstruite).

La perte de cohérence de cycle est définie comme suit :
Perte de cohérence de cycle ”direct” (Figure 4.4b) : X → G1(X)→ G2(G1(X)) ∼ X̂.
Perte de cohérence de cycle ”inverse” (Figure 4.4c) : Y → G2(Y )→ G1(G2(Y )) ∼ Ŷ .

Lcyc(G1, G2) = Ex∼pX(x)[‖G2(G1(x))− x‖1] + Ey∼pY (y)[‖G1(G2(y))− y‖1] (4.8)

La fonction de coût du CycleGAN est la somme des pertes antagonistes (Équations (4.4),
(4.5)) et de la perte de cohérence de cycle (Équation (4.8)) :

L (G1, G2, D1, D2) = LGAN (G1, D2, X, Y ) + LGAN (G2, D1, Y,X) + λLcyc (G1, G2) (4.9)

où λ contrôle l’importance relative des deux types de termes (Équation (4.9)).
Comme pour le GAN, l’optimisation du CycleGAN est alors obtenue par la formulation

min-max suivante (Équation (4.10)) :

G∗1, G
∗
2 = arg min

G1,G2
max
D1,D2

L (G1, G2, D1, D2) (4.10)

4.4 Méthode proposée

Dans cette section, nous présentons l’augmentation des données pour la détection multi-
organe dans les images médicales. Comme le montre la Figure 4.5, notre approche s’articule
en deux étapes :

– La première étape est la synthèse intermodalité par CycleGAN [Zhu et al. (2017)].
Celle-ci consiste à générer des images synthétiques à partir d’une modalité source
(par exemple la modalité IRM) vers une autre modalité (par exemple la modalité
TDM). Lors de cette génération les annotations de la modalité source sont également
transférées vers la modalité cible.

– La deuxième étape est la détection d’organes multiples avec l’algorithme YOLOv3
[Redmon and Farhadi (2018)]. YOLOv3 a été choisi comme le détecteur en raison
de sa rapidité et de sa précision, comme mentionné dans le chapitre précédent. Les
images synthétiques générées par le CycleGAN sont alors utilisées, avec les anno-
tations des images sources, pour augmenter les jeux de données d’entraînement du
détecteur YOLOv3.
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Figure 4.5 – Le modèle proposé : CycleGAN (synthèse d’image) + YOLO (détection
multi-organe).

4.5 Protocole expérimental

Dans cette section, nous présentons en détail le protocole mis en place pour l’expérience
de l’augmentation des données pour la détection des organes multiples. Tout d’abord
(Section 4.5.1), nous exposons la métrique utilisée pour mesurer la qualité des images
médicales synthétiques générées par CycleGAN. Ensuite nous détaillons comment nous
avons implémenté le CycleGAN (Section 4.5.2). Dans la Section 4.5.3, nous présentons
les détails du protocole d’entraînement et la sélection des hyperparamètres de l’approche
CycleGAN+YOLO.

4.5.1 Métrique

Dans cette section, nous présentons la métrique de similarité "Mesure de l’indice de
similarité structurelle" (par la suite nous allons utiliser la nomenclature en anglais Struc-
tural Similarity Index Measure (SSIM)) [Wang et al. (2004)] pour mesurer la qualité des
images synthétiques générées par CycleGAN.

Structural Similarity Index Measure La métrique SSIM a été proposée par Wang
et al. en 2004 [Wang et al. (2004)] et s’inspire du système visuel humain. La mesure de
similarité fournie par SSIM est donnée par l’Équation (4.11) suivante :

SSIM(A,B) = (2µAµB + C1) (2σAB + C2)(
µ2

A + µ2
B + C1

) (
σ2

A + σ2
B + C2

) (4.11)
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où µA (resp. µB) est l’intensité moyenne de A (resp. B), σA (resp. σB) est l’écart-type
des intensités de A (resp. B) et σAB est la covariance entre les intensités. C1 = (k1R)2,
C2 = (k2R)2 sont deux petites constantes positives nécessaires pour stabiliser la division.
R est l’étendue des intensités.

4.5.2 Implémentation du modèle

Comme nous l’avons expliqué auparavant, le CycleGAN est composé de deux géné-
rateurs et deux discriminateurs. Dans notre implémentation, notre discriminateur D uti-
lise un PatchGAN de dimension 70x70, qui a pour but de déterminer si les sous-images
(patches) d’entrée 70× 70 qui se chevauchent sont réelles ou fausses. Le générateur G est
soit un ResNet [He et al. (2016)] soit un U-Net [Ronneberger et al. (2015)]. De plus, comme
nous l’avons mentionné dans la Section 4.3.2, la fonction de perte associée au CycleGAN
correspond soit à un terme d’entropie croisée (Équations 4.4 et 4.5) soit à un terme qua-
dratique (Équations 4.6 et 4.7). Dans cette expérience, chacun des deux générateurs a
été implanté avec ces deux fonctions de perte. Nous comparons la qualité des résultats
fournis dans les quatre cas de figure en termes de SSIM dans le Tableau 4.1. La mesure de
cette qualité est réalisée en comparant, pour chaque cas, les images sources et les images
reconstruites (voir Section 4.6.1.2).

Tableau 4.1 – Choix du générateur G du CycleGAN (Traduction de IRM vers TDM).

Patient U–Net U–Net ResNet ResNet
Entropie croisée Quadratique Entropie croisée Quadratique

130 0.43 0.58 0.68 0.95
300 0.38 0.51 0.65 0.94
323 0.70 0.72 0.94 0.98
324 0.73 0.74 0.94 0.98
326 0.70 0.73 0.93 0.98
327 0.70 0.75 0.93 0.98
329 0.72 0.76 0.95 0.98
330 0.69 0.73 0.93 0.98
331 0.71 0.75 0.94 0.98
334 0.68 0.74 0.79 0.98
335 0.71 0.76 0.94 0.98
336 0.71 0.75 0.94 0.98
337 0.67 0.72 0.92 0.97
339 0.72 0.75 0.94 0.98
340 0.72 0.76 0.94 0.98
341 0.70 0.73 0.80 0.98
342 0.71 0.76 0.94 0.98
359 0.71 0.75 0.93 0.98
365 0.74 0.77 0.94 0.97
381 0.53 0.64 0.77 0.96

Moyenne 0.67 0.72 0.89 0.97
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Les résultats montrent clairement que c’est le ResNet associé à la perte quadratique qui
conduit aux meilleurs résultats. C’est donc cette configuration que nous avons sélectionnée
pour la suite de ce travail.

4.5.3 Protocole d’entraînement

Le CycleGAN a été entraîné en utilisant 200 époques. Nous avons fixé le taux d’appren-
tissage à 0.0002 pour les premières 100 époques, puis nous l’avons diminué linéairement
jusqu’à atteindre zéro. L’évaluation a été réalisée sur les images du jeu de données VISCE-
RAL Gold (Section 3.3.1) avec un modèle entraîné sur celles du jeu de données VISCERAL
Silver (Section 3.3.1). Pour l’évaluation expérimentale de synthèse d’images multimodales,
nous recadrons les images de la modalité TDM autour de l’abdomen. Cela est dû au fait
que le thorax est absent dans les images de modalité IRM. De plus, nous redimensionnons
les images des modalités IRM et TDM à une résolution de 320× 320 pixels.

Concernant les détails d’implémentation du YOLOv3, nous avons utilisé le protocole
d’entraînement précédemment décrit dans la Section 3.3.3.

4.6 Résultats

Dans cette section, nous présentons les résultats de l’augmentation des données des
images d’apprentissage du détecteur. Tout d’abord, nous évaluons qualitativement et quan-
titativement la qualité des images synthétiques générées par CycleGAN (Section 4.6.1).
Nous commentons ensuite les résultats de l’intégration de ces images synthétiques avec les
images d’entrée de base du détecteur YOLO (Section 4.6.2).

4.6.1 Synthèse d’images multi-modalités

Nous effectuons une traduction d’images d’une modalité à l’autre en utilisant un Cy-
cleGAN. Nous générons donc des images de modalité IRM à partir de la modalité TDM
et nous générons des images de modalité TDM à partir de la modalité IRM.

4.6.1.1 Évaluation qualitative

L’évaluation qualitative nous permet de visualiser le comportement du générateur Cy-
cleGAN sur nos données en comparant les images synthétiques aux images réelles.

Un exemple de synthèse de la modalité IRM vers la modalité TDM est présenté dans la
Figure 4.6. Cette figure montre la cohérence des structures transférées avec les structures
réelles de la modalité TDM. Ainsi, par exemple, les vertèbres et les reins sont plus clairs
que les muscles. Inversement, la Figure 4.7 fournit un exemple de synthèse de la modalité
TDM vers la modalité IRM. Là encore, nous notons que les structures de limage IRM
synthétique sont similaires à l’IRM réelle. Ainsi, par exemple, le foie est clair contrairement
à son apparence dans la modalité TDM.
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Figure 4.6 – Résultats qualitatifs de la génération de inter-modalités (de l’IRM à l’image
TDM). L’image IRM réelle (à gauche), l’image TDM générée (au centre) et l’image IRM
reconstruite (à droite).

Figure 4.7 – Résultats qualitatifs de la génération inter-modalités (de l’image TDM à
l’image IRM). L’image TDM réelle (à gauche), l’image IRM générée (au centre) et l’image
TDM reconstruite (à droite).

4.6.1.2 Évaluation quantitative

Pour mesurer quantitativement les performances du CycleGAN, nous utilisons l’indice
de similarité Structural Similarity Index Measure (SSIM). Le calcul de cet indice pose le
problème de définition des images de référence auxquelles comparer les images synthé-
tiques. Nous proposons deux modes d’évaluation, définis ci-dessous.

Mode d’évaluation 1 : Cette évaluation consiste à calculer le SSIM entre une image
source X et sa reconstruction G2 (G1(X)) par le CycleGAN, comme le montre la Fi-
gure 4.8. Ce type d’évaluation est celui communément utilisé dans la littérature traitant
de la synthèse d’images par CycleGAN [Jin et al. (2017)].
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Figure 4.8 – Premier mode d’évaluation : Calcul du SSIM entre l’image source et l’image
reconstruite.

Tableau 4.2 – Mode d’évaluation 1 : SSIM moyen obtenu pour chaque patient pour une
traduction TDM vers IRM et IRM vers TDM.

(a) Traduction TDM vers IRM.

Patient mSSIM
100 0.82
104 0.86
105 0.84
106 0.83
108 0.86
109 0.86
110 0.84
111 0.82
112 0.86
113 0.88
127 0.86
128 0.85
129 0.85
130 0.87
131 0.86
132 0.86
133 0.87
134 0.83
135 0.85
136 0.85

Moyenne 0.85

(b) Traduction IRM vers TDM.

Patient mSSIM
130 0.80
300 0.76
323 0.97
324 0.98
326 0.97
327 0.97
329 0.98
330 0.98
331 0.98
334 0.92
335 0.98
336 0.97
337 0.97
339 0.98
340 0.98
341 0.93
342 0.97
359 0.97
365 0.96
381 0.91

Moyenne 0.95

Le Tableau 4.2 présente la moyenne du SSIM (mSSIM) obtenu pour chacune des coupes
de chacun des cas étudiés, ainsi que la moyenne globale correspondant à l’ensemble des
cas. Nous obtenons pour la génération des images de modalité IRM à partir des images de
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modalité TDM (Tableau 4.2a) un SSIM global moyen de 0.85. Le Tableau 4.2b présente les
résultats pour la génération des images de modalité TDM à partir des images de modalité
IRM. Dans ce tableau nous obtenons un SSIM global moyen de 0.94.

Ces résultats montrent que les valeurs de SSIM obtenues sont assez élevées, mais ils
indiquent cependant que la qualité des images de modalité TDM synthétiques est meilleure
que la qualité des images de modalités IRM synthétiques. Cela dû au fait que la modalité
IRM présente un meilleur contraste, permettant de mieux différencier des tissus de com-
positions différentes. De plus, les images de modalité IRM sont plus difficiles à générer
aussi par une approche qui ne tient pas compte de l’inhomogénéité du champ magnétique.

Ce mode d’évaluation nous permet de mesurer la qualité des images reconstruites et
d’évaluer si le cycle de génération est bien réalisé. En revanche, elle ne garantit malheu-
reusement pas la qualité de l’image synthétique générée, comme le montrent les exemples
présentés dans la Figure 4.9. De ce fait, nous proposons un deuxième mode d’évaluation,
centré sur l’évaluation réelle de la qualité des images synthétiques.

Figure 4.9 – Mauvaise génération inter-modalités (de l’image IRM à l’image TDM).
L’image IRM réelle x (à gauche) et l’image IRM reconstruite (à droite) sont similaires par
contre l’image TDM générée (au centre) est de mauvaise qualité.

Mode d’évaluation 2 : Puisque nous ne possédons pas de référence directe à laquelle
nous pouvons comparer une image synthétique, nous proposons d’évaluer son degré de
réalisme. Pour une modalité donnée, l’idée est de déterminer dans quelle mesure une image
synthétique (TDM par exemple) ressemble à une image réelle, en utilisant comme référence
de réalité l’ensemble des images TDM réelles de la base de données. Cette évaluation est
réalisée de la façon suivante : en premier lieu, nous extrayons des images 2D réelles des
volumes 3D réels disponibles. En second lieu, nous appliquons un recalage affine entre les
images réelles et les images synthétiques pour les orienter toutes dans le même espace.

Chaque image synthétique d’une modalité donnée est alors comparée via la métrique
de SSIM à l’ensemble des images réelles de la même modalité dans la base. L’image réelle
correspondant à la valeur maximum du SSIM est retenue et deux mesures sont alors
déterminées :
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• Le SSIM maximum obtenu, considéré donc comme la similarité de l’image synthé-
tique à la réalité fournie par la base de données ;

• La différence d’altitude de coupe en valeur absolue entre l’image synthétique et
l’image réelle associée au SSIM maximum, afin de vérifier si les deux images corres-
pondent aux mêmes structures anatomiques. Cette mesure sera notée DAC dans la
suite.

Tableau 4.3 – Mode d’évaluation 2 : SSIM et différence d’altitude de coupe (DAC)
moyens obtenus pour chaque patient pour une traduction TDM vers IRM et IRM vers
TDM.

(a) Traduction TDM vers IRM.

Patient SSIM DAC
100 0.71 7.23
104 0.73 2.94
105 0.74 5.96
106 0.63 4.18
108 0.70 3.59
109 0.72 4.45
110 0.70 6.14
111 0.70 2.69
112 0.71 3.82
113 0.68 5.70
127 0.71 3.41
128 0.71 3.14
129 0.72 4.54
130 0.72 2.61
131 0.72 4.52
132 0.69 3.08
133 0.71 3.93
134 0.74 5.89
135 0.77 7.30
136 0.75 5.77

Moyenne 0.71 4.55

(b) Traduction IRM vers TDM.

Patient SSIM DAC
130 0.75 10.91
300 0.76 15.10
323 0.80 4.52
324 0.81 4.08
326 0.80 6.15
327 0.81 9.78
329 0.82 5.37
330 0.80 9.86
331 0.78 5.60
334 0.79 5.22
335 0.81 6.84
336 0.79 5.63
337 0.80 6.17
339 0.81 11.56
340 0.81 7.43
341 0.82 8.72
342 0.79 7.35
359 0.79 7.99
365 0.76 9.50
381 0.83 8.32

Moyenne 0.80 7.80

Le Tableau 4.3 présente une synthèse des résultats obtenus, à savoir la moyenne du
SSIM et du DAC obtenus pour l’ensemble des coupes de chacun des cas étudiés, ainsi que
la moyenne globale correspondant à l’ensemble des cas.

En ce qui concerne la traduction TDM vers IRM, nous observons un SSIM global moyen
de 0.71 et un DAC global moyen de 4.55 (Tableau 4.3a). Pour la traduction IRM vers TDM
(Tableau 4.3b), nous obtenons un SSIM global moyen de 0.80 et un DAC global moyen de
7.80. Ces valeurs indiquent que les images synthétiques sont similaires aux images réelles.
De la même façon que pour le mode d’évaluation 1, les images TDM synthétisées à partir
de IRM sont meilleures en qualité relativement à la traduction TDM vers IRM.
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(a) Traduction IRM vers TDM. (b) Traduction TDM vers IRM.

Figure 4.10 – Histogramme de la différence d’altitude de coupe.

La Figure 4.10 présente les histogrammes de la différence d’altitude de coupe de la
génération des images synthétiques. Nous remarquons que 70% de DAC se concentre dans
l’intervalle de [0; 8] dans la Figure 4.10a de la traduction IRM vers TDM et 82% de DAC
se concentre dans l’intervalle de [0; 8] dans la Figure 4.10b de la traduction TDM vers
IRM. Ces valeurs montrent que les images synthétiques et les images réelles correspondent
aux mêmes structures.

4.6.2 Augmentation des données pour la détection multi-organe dans
les images médicales

La détection multi-organe a été évaluée sur le jeu de données VISCERAL Gold en uti-
lisant la validation croisée sur 10 plis dans deux scénarios, sans augmentation des données
(scénario ”YOLO”) et avec augmentation des données (scénario ”YOLO+CycleGAN”).
Pour ce dernier scénario, un CycleGAN entraîné sur le jeu de données VISCERAL Silver
a été utilisé pour transférer les images TDM du jeu de données Gold en images IRM, qui
ont été utilisées pour augmenter les données d’entraînement de YOLO dans chacun des 10
plis. Le même scénario a été utilisé pour augmenter les données d’images TDM à partir
d’images IRM. Les données de test sont identiques dans les deux scénarios. Pour chaque
pli, le modèle qui a donné la meilleure performance de détection (mesurée par la métrique
mAp décrite dans la Section 3.3.2) est sélectionné.
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Tableau 4.4 – Comparaison des résultats de détection obtenus avec YOLO sur la base
de données initiale et sur la base de données augmentée via le CycleGAN. Les résultats
sont donnés en termes de distance moyenne pour chaque organe et chaque modalité.

(a) YOLO vs YOLO+CycleGAN pour la modalité TDM.

YOLO YOLO +
CycleGAN

Pancréas 14.34± 10.42 10.60± 5.28
Vésicule biliaire 6.95 ± 10.99 7.47± 11.29
Vessie 4.04 ± 1.21 4.56± 1.65
Vertèbre L1 6.24± 3.52 5.87 ± 3.39
Rein droit 5.61 ± 12.93 5.98± 12.42
Rein gauche 4.71± 5.81 4.39 ± 4.82
Surrénale D. 6.63± 6.54 6.37 ± 5.93
Surrénale G. 8.14± 8.48 7.86 ± 8.71
Psoas droit 16.67± 13.48 11.81± 6.96
Psoas gauche 12.70± 7.10 12.87± 5.77
Abdominale D. 13.63± 12.18 11.92± 6.77
Abdominale G. 11.92± 7.33 12.23± 7.77
Aorte 4.03± 3.06 3.93 ± 2.67
Foie 7.45± 4.47 6.92 ± 3.41
Rate 6.90± 7.03 6.54 ± 6.24
Moyenne 8.66± 7.63 7.95 ± 6.20

(b) YOLO vs YOLO+CycleGAN pour la modalité IRM.

YOLO YOLO+
CycleGAN

Pancréas 17.70± 8.33 14.93± 5.68
Vésicule biliaire 17.78± 10.49 13.90± 5.96
Vessie 15.12± 17.73 11.35± 12.04
Vertèbre L1 13.59± 5.10 9.70 ± 3.12
Rein droit 11.49± 15.71 10.01± 15.64
Rein gauche 8.84 ± 11.93 10.20± 13.42
Psoas droit 12.03± 5.29 12.95± 5.69
Psoas gauche 13.80± 7.19 12.59± 6.31
Abdominale G. 55.99± 5.08 35.88± 34.32
Aorte 81.20± 0.00 37.62± 20.68
Foie 12.26± 7.59 14.08± 10.57
Rate 11.75± 17.75 10.95± 6.90
Moyenne 22.63± 9.34 16.18± 11.69
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Moyenne des distances obtenues (précision)

Comme indiqué précédemment (Section 3.4.2), la précision de la détection est mesurée
en 3D sur les boîtes englobantes reconstruites en utilisant la métrique de distance moyenne.
Le Tableau 4.4 donne les résultats moyens obtenus pour chaque organe (moyenne sur
l’ensemble des images traitées pour un organe donné). Nous observons que les distances
correspondant aux organes de grande taille dans les deux modalités, tels que la vessie
(4.04 mm pour le TDM (Tableau 4.4a) et 15.12 mm pour l’IRM (Tableau 4.4b) et le rein
droit (5.61 mm pour le TDM et 11.49 mm pour l’IRM) sont satisfaisantes, contrairement
aux organes difficiles à détecter tels que le pancréas (14.34 mm pour le TDM) et l’aorte
(81.20 mm pour l’IRM).

Le scénario YOLO+CycleGAN [Hammami et al. (2020)b] donne de bien meilleurs
résultats pour la plupart des organes dans les deux modalités. Pour la modalité TDM,
la distance moyenne est de 7.95 mm pour le scénario YOLO+CycleGAN par rapport à
8.66 mm pour le scénario YOLO seul. Cette amélioration est statistiquement significative
(p = 0.046 sur un test t unilatéral apparié). Pour la modalité IRM, la distance moyenne est
de 16.18 mm pour le scénario YOLO+CycleGAN par rapport à 22.63 mm pour le scénario
YOLO seul. Là encore, cette amélioration est statistiquement significative (p = 0.050 sur
un test t unilatéral apparié).

Écart-type des distances obtenues (stabilité)

En contraste avec ces bons résultats globaux, le Tableau 4.4 indique également que
l’écart-type des résultats est élevé pour plusieurs organes. Ainsi, par exemple, pour le rein
droit cet écart-type est de 12.42 mm pour la modalité TDM et de 15.64 mm pour la
modalité IRM.

(a) Détection du grand psoas dans le thorax
pour la modalité TDM.

(b) Détection de la vessie dans l’abdomen pour
la modalité IRM.

Figure 4.11 – Exemples de détections aberrantes.
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Un examen attentif des prédictions obtenues a permis de confirmer que ce phénomène
est principalement dû à des valeurs aberrantes dans la détection, comme l’illustre la Fi-
gure 4.11 sur deux exemples. La Figure 4.11a montre pour la modalité TDM, la détection
du grand psoas qui est un organe de l’abdomen dans le thorax et la Figure 4.11b pour la
modalité IRM montre la détection de la vessie (bladder) dans l’abdomen.

4.7 Conclusion

Dans ce chapitre, nous avons présenté notre contribution basée sur l’augmentation des
données pour la détection multi-organe dans les images médicales. Nous avons ainsi pro-
posé une combinaison YOLO+CycleGAN pour augmenter les données afin d’entraîner un
détecteur multi-organe pour des images multi-modalités. Nous avons montré que cette ap-
proche permet d’améliorer les résultats de détection et conduit à une différence de distance
moyenne de 0.7 mm pour la modalité TDM et à une différence de distance moyenne de
6.5 mm pour la modalité IRM. Ces résultats ont fait l’objet de communications dans deux
conférences internationales [Hammami et al. (2020)a], [Hammami et al. (2020)b].

Nous avons également noté une limitation de notre approche, en cela qu’elle ne permet
pas de réduire l’apparition de détections aberrantes, ce qui s’est traduit par l’observation
d’écart-types élevés dans les résultats. Le chapitre suivant est consacré à une nouvelle
contribution, où nous développons une approche pour réduire cette limitation en intégrant
de l’a priori dans le détecteur.
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Chapitre 5

A priori anatomique pour la détection
multi-organe via YOLO

5.1 Introduction

L’apprentissage profond a prouvé une efficacité remarquable dans le domaine de l’ima-
gerie médicale. Cependant un volume de données d’apprentissage trop faible peut conduire
à un manque de robustesse : dans ce cas, le réseau n’est en effet pas en mesure d’apprendre
les contraintes anatomiques de haut niveau du corps humain (formes, adjacences, orien-
tations ...), ce qui peut se traduire par des détections erronées. C’est pourquoi nous pro-
posons une nouvelle méthodologie qui permet de réduire le nombre de détections erronées
en intégrant des contraintes d’orientation anatomiques. Ces contraintes sont basées sur la
connaissance a priori de l’orientation relative des structures anatomiques, par exemple le
poumon droit se trouve au-dessus du foie, la rate se trouve à gauche du rein droit.

Dans ce chapitre, nous détaillons en premier lieu l’état de l’art de l’intégration d’a
priori dans les réseaux profonds. Ensuite, nous définissons les contraintes d’orientation
anatomique formellement (Section 5.3), puis dans (Section 5.4) nous détaillons de nouveaux
termes pour la fonction de perte de YOLO (Équation (3.3)) afin de permettre à ce réseau
de tenir compte des connaissances de l’a priori. Dans la dernière section de ce chapitre,
nous exposons les résultats de détection par YOLO avec les contraintes anatomiques sur
les modalités TDM et IRM.
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5.2 Méthodes d’intégration d’a priori en apprentissage pro-
fond pour la détection

Un certain nombre de travaux ont proposé d’incorporer de l’a priori dans le but d’amé-
liorer les performances de l’apprentissage profond. Ces travaux peuvent être classés en
deux grandes familles [Xie et al. (2021)]. La première famille (Section 5.2.1), que nous ap-
pellerons implicites dans la suite, consiste à utiliser des connaissances extraites d’un autre
jeu de données d’images naturelles ou médicales et de l’affiner sur l’ensemble de données
médicales cibles : c’est l’apprentissage par transfert. La deuxième famille (Section 5.2.2),
que nous qualifierons d’explicite dans la suite, consiste à intégrer l’a priori directement
dans la fonction de perte du réseau.

5.2.1 Méthodes d’intégration d’a priori implicites

Comme nous l’avons dit plus haut, cette approche consiste à incorporer de la connais-
sance issue d’autres jeux de données. L’idée est d’améliorer les performances de détection
en utilisant une représentation latente des structures anatomiques obtenue à partir d’un
jeu de données initial et de l’incorporer pour régulariser l’apprentissage profond sur le jeu
de données médicales cible.

Figure 5.1 – Les différentes stratégies d’incorporation de connaissance du domaine dans
l’apprentissage profond : (a) un extracteur de caractéristiques (b) réglage fin (fine-tuning)
sur le jeu de données cible. Source [Xie et al. (2021)]

La première forme de ce type d’approche consiste à utiliser un jeu de données initiales
non médicales. Ainsi, il est assez courant d’effectuer un pré-entraînement sur un grand
ensemble de données d’images naturelles (généralement ImageNet [Deng et al. (2009)])
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afin d’introduire des informations pour la détection d’objets dans le domaine médical.
Comme l’illustre la Figure 5.1 cette forme d’approche est utilisée selon deux stratégies :
(a) comme un extracteur de caractéristiques et (b) comme une initialisation qui sera affinée
sur le jeu de données cible. La première approche consiste à supprimer la dernière couche
de classification - entièrement connectée (fully connected) - d’un réseau pré-entraîné sur
les données initiales et à ne conserver que les autres couches du réseau, qui constituent
ainsi un extracteur de caractéristiques fixe. Le transfert est alors réalisé en entraînant un
classifieur sur la représentation latente des données cibles fournie par cet extracteur. La
deuxième approche consiste à partir du réseau pré-entraîné sur les données initiales et
à affiner ensuite les poids de toutes ou de certaines couches (fine-tuning) du réseau en
l’entraînant sur les données cibles. Des exemples peuvent être trouvés dans la détection
des ganglions lymphatiques [Shin et al. (2016)], la détection des polypes et des embolies
pulmonaires [Tajbakhsh et al. (2016)], la détection des tumeurs du sein [Yap et al. (2018)],
la détection des polypes colorectaux [Näppi et al. (2016)] et [Zhang et al. (2016)].

La deuxième forme des approches implicites consiste à utiliser un jeu de données mé-
dicales d’une même modalité ou d’une modalité similaire. L’avantage de cette forme d’ap-
proche est que les ensembles de données médicales ont une distribution similaire. Contrai-
rement à la première forme d’approche, les travaux relevant de cette deuxième forme
utilisent des stratégies très diverses, qui sont difficiles à regrouper synthétiquement.

Ainsi par exemple, [Ben-Cohen et al. (2019)] utilise des images TEP pour faciliter la
détection des lésions du foie pour la modalité TDM. Plus précisément, les images TEP
sont d’abord générées à partir des TDM à l’aide d’une structure combinée de FCN et
de GAN, puis les images TEP synthétisées sont utilisées dans une couche de réduction
des faux positifs pour détecter les lésions malignes. Les résultats quantitatifs montrent
une réduction de 28% du nombre moyen de faux positifs par cas. Dans une autre étude,
[Zhang et al. (2018)] développe une stratégie de détection de masses mammaires à partir
de la tomosynthèse numérique en affinant le modèle pré-entraîné sur des jeux de données
de mammographie. Un autre exemple d’utilisation d’images médicales multi-modalités
peut être trouvé dans la détection de tumeurs du foie [Zhao et al. (2020)]. Dans [Oktay
et al. (2017)], les auteurs proposent un modèle d’auto-encodeur entraîné sur les cartes
de segmentation cardiaque afin de déterminer une représentation latente des structures.
Ce modèle est destiné à la tâche de segmentation, afin de minimiser le terme d’entropie
croisée classique et la distance euclidienne entre la sortie du réseau et la vérité terrain
dans l’espace latent fourni par l’auto-encodeur. L’approche proposée dans [Ravishankar
et al. (2017)] incite le modèle à incorporer un a priori de forme lors de l’apprentissage du
RNC, avec un premier réseau convolutif entraîné à l’aide de la stratégie d’augmentation
de données. La fonction de coût de cette approche vise à minimiser la similitude entre la
segmentation prédite et la vérité-terrain, ainsi que leur distance dans l’espace latent. Dans
[Baumgartner et al. (2019)], les auteurs suggèrent une approche de segmentation basée sur
un auto-encodeur. Cette approche modélise la distribution de probabilité conditionnelle
des segmentations à l’aide de l’image d’entrée.
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5.2.2 Méthodes d’intégration d’a priori explicites

La base commune de ces approches est d’intégrer un a priori (contrainte de forme,
d’adjacence, de topologie, de géométrie, etc.) au travers de la modification de la fonction
de perte du RNC associé au détecteur.

Ainsi, dans [BenTaieb and Hamarneh (2016)], les auteurs proposent de modéliser des
descripteurs d’image de haut niveau, tels que la continuité des contours et l’interaction
entre les régions (inclusion et exclusion) dans le but de les intégrer dans l’apprentissage
d’un réseau. Ces deux contraintes topologiques sont directement intégrées dans la fonc-
tion de coût et optimisées conjointement à l’apprentissage. Les auteurs de [Tofighi et al.
(2018)] proposent des contraintes de forme pour la détection de nucléus dans un RNC.
Ces contraintes de forme sont créées par des experts de domaine. L’apprentissage est fait
en deux parties : la première correspond à des couches dont les poids sont mis à jour par
l’apprentissage et qui effectuent la détection des noyaux et la deuxième correspond à des
couches de poids fixes qui guident l’apprentissage avec des informations préalables.

Figure 5.2 – Structure globale du SRSCN. Source [Yue et al. (2019)].

Dans [Yue et al. (2019)] les auteurs utilisent des contraintes spatiales et de forme dans
un réseau de neurones profond pour la segmentation cardiaque. Ces contraintes sont inté-
grées dans la fonction de perte (Figure 5.2) avec un terme de contrainte spatiale (SC) pour
aider à la segmentation et un terme de reconstruction de forme (SR) pour la régularisation
de la forme. Dans [Ganaye et al. (2019)] les auteurs proposent d’intégrer une contrainte
d’adjacence dans la fonction de coût d’un RNC afin de réduire les anomalies de la segmen-
tation. L’objectif de cette contrainte est de pénaliser les adjacences non cohérentes avec
l’anatomie humaine.
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Dans la suite, l’ajout de l’a priori dans le détecteur YOLOv3 que nous proposons
appartient à cette famille de méthodes explicites.

5.3 Contrainte d’orientation anatomique

Dans cette section, nous définissons l’a priori que nous allons intégrer dans le détecteur
YOLOv3 : la contrainte d’orientation anatomique. Ensuite, nous détaillons comment nous
avons formulé et représenté cette contrainte.

5.3.1 Définition de la contrainte

Tous les patients présentent la même anatomie et les mêmes relations inter-organes
même si leurs géométries (forme, volume) peuvent varier. L’orientation joue un rôle im-
portant dans l’ensemble des informations disponibles dans les annotations des régions
anatomiques. En effet, elle est invariable d’un patient à un autre. Les organes ne changent
pas de positions relatives : ainsi par exemple le foie est toujours à droite du rein gauche et
en dessous du poumon droit. Par conséquent, nous définissons un nouvel a priori appelé :
contrainte d’orientation anatomique. Cette contrainte est définie par un ensemble d’orien-
tation O ∈ {SI,AP,GD}, avec SI : Supérieur/Inférieur, AP : Antérieur/Postérieur, GD :
Gauche/Droit.

La Figure 5.3 illustre ces relations d’orientation selon deux coupes : la coupe coronale
(Figure 5.3a) implique les relations supérieur/inférieur et gauche/droit et la coupe axiale
(Figure 5.3b) implique les relations antérieur/postérieur et gauche/droit.

(a) Coupe coronale TDM contrastée. (b) Coupe axiale TDM contrastée.

Figure 5.3 – Illustration de la contrainte d’orientation anatomique : Supérieur/Inférieur,
Gauche/Droit, Antérieur/Postérieur.
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5.3.2 Représentation des structures anatomiques

Les relations d’orientation entre les organes peuvent être représentées par un graphe
orienté. Nous en donnons ci-dessous quelques exemples pour chaque orientation :

Supérieur/Inférieur (SI) : La Figure 5.4a représente le graphe d’orientation supérieur/in-
férieur dans une coupe coronale 2D présentant 6 organes : le poumon droit, le poumon
gauche, la vessie, le rein droit, le foie et la rate. Nous remarquons que le poumon
droit est spatialement supérieur au foie, le foie est supérieur à la vessie. À l’inverse,
le poumon droit et le poumon gauche ne peuvent être reliés par une relation d’orien-
tation supérieure/inférieure, dans la mesure où ils ne peuvent être séparés selon un
plan perpendiculaire à cette orientation.

Antérieur/Postérieur (AP) : La Figure 5.4b présente le graphe d’orientation anté-
rieur/postérieur dans une coupe sagittale 2D présentant 5 organes : le sternum, la
vertèbre L1, le muscle abdominal droit, l’aorte et le foie. Nous remarquons que le
muscle abdominal droit est antérieur relativement à la vertèbre L1 et au même ni-
veau que le sternum. Par contre, l’aorte ne présente aucune information d’orientation
antérieure/postérieure sauf pour la vertèbre qui est en position d’antériorité.

Gauche/Droit (GD) : La Figure 5.4c représente le graphe d’orientation gauche/droit
dans une coupe axiale 2D présentant 5 organes : le pancréas, la vertèbre L1, le rein
gauche, le foie et la rate. Nous remarquons que le pancréas se situe à la gauche du
foie et la rate se trouve à gauche de tous les organes. Le pancréas est un organe de
forme très variable et ne se trouve ni à droite ni à gauche par rapport au rein gauche.

Nous représentons dans la suite ces graphes sous la forme d’une matrice d’orienta-
tion RO avec O ∈ {SI,AP,GD}. Les termes de la matrice sont déterminés comme suit
(Équation (5.1)) :

rO
i,j =

 1 si la relation selon l’orientation O entre les structures i et j est vérifiée

0 sinon
(5.1)

Les graphes précédents (Figures 5.4a, 5.4b et 5.4c) sont alors représentés par les ma-
trices d’orientation suivantes :

SI : L’Équation (5.2) représente la matrice d’orientation supérieur/inférieur pour le graphe
donné en Figure 5.4a.
Les termes rSI

poumon droit,vessie = 1 et rSI
poumon droit,poumon gauche = 0 montrent que le

poumon droit est supérieur à la vessie, et qu’il est ni supérieur ni inférieur par rap-
port au poumon gauche.
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(a) Graphe d’orientation pour les rela-
tions Supérieur/Inférieur sur 6 organes
présents sur une coupe coronale d’une
image TDM.


P. D. P. G. Vessie Rein D. Foie Rate

Poumon D. 0 0 1 1 1 1
Poumon G. 0 0 1 1 1 1
Vessie 0 0 0 0 0 0
Rein D. 0 0 1 0 0 0
Foie 0 0 1 0 0 0
Rate 0 0 1 0 0 0


(5.2)

(a) Matrice d’orientation pour les relations Supé-
rieur/Inférieur sur 6 organes.

(b) Graphe d’orientation pour les re-
lations Antérieur/Postérieur sur 5 or-
ganes présents sur une coupe sagittale
d’une image TDM.


Sternum Vertèbre L1 A. D. Aorte Foie

Sternum 0 1 0 1 1
Vertèbre L1 0 0 0 0 0
Abdominal D. 0 1 0 1 1
Aorte 0 1 0 0 0
Foie 0 1 0 0 0


(5.3)

(b) Matrice d’orientation pour les relations Anté-
rieur/Postérieur sur 5 organes.

(c) Graphe d’orientation pour les rela-
tions Gauche/Droit sur 5 organes pré-
sents sur une coupe axiale d’une image
TDM.


Pancréas Vertèbre L1 Rein G. Foie Rate

Pancréas 0 0 0 1 0
Vertèbre L1 0 0 0 1 0
Rein G. 0 1 0 1 0
Foie 0 0 0 0 0
Rate 1 1 1 1 0


(5.4)

(c) Matrice d’orientation pour les relations Gau-
che/Droit sur 5 organes.

Figure 5.4 – Illustration d’un graphe d’orientation et de la matrice d’orientation.
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AP : L’Équation (5.3) représente la matrice d’orientation antérieur/postérieur pour le
graphe donné en Figure 5.4b.
Les termes rAP

muscle abdominale,aorte = 1 et rAP
muscle abdominale,sternum = 0 montrent que

le muscle abdominal est antérieur par rapport à l’aorte et qu’il est ni antérieur ni
postérieur par rapport au sternum.

GD : L’Équation (5.4) représente la matrice d’orientation gauche/droit pour le graphe
donné en Figure 5.4c.
Le terme rGD

rate,pancréas = 1 montre que la rate est à gauche du pancréas et le terme
rGD

pancréas,foie = 1 montre que le pancréas est à gauche du foie.

Les matrices d’orientation utilisées tout au long de cette approche pour les 20 organes
sont présentées dans l’annexe pour l’orientation supérieur/inférieur (Équation (A.1)), an-
térieur/postérieur (Équation (A.2)) et gauche/droite (Équation (A.3).

5.4 Intégration de la contrainte anatomique

Nous désirons entraîner le détecteur YOLOv3 en tenant compte des contraintes d’orien-
tation anatomiques présentées dans la section précédente. Cette contrainte est basée sur la
matrice d’orientation dont les termes sont binaires. De ce fait, nous avons choisi l’entropie
croisée binaire comme fonction de perte pour cette contrainte. Cette fonction de perte est
une fonction différentiable et pourra donc être intégrée sans difficulté dans le processus
de rétropropagation du gradient de la fonction de perte. Dans l’Équation (5.5) ci-dessous,
nous avons intégré la perte de contrainte Lcont dans la fonction de perte de YOLOv3
(Équation (3.3) détaillée dans la Section 3.2.2).

λpos

S2∑
i=0

B∑
j=0

1
obj
ij

[(
σ(tx)− σ(t̂x)

)2
+
(
σ(ty)− σ(t̂y)

)2
+
(
tw − t̂w

)2
+
(
th − t̂h

)2
]

︸ ︷︷ ︸
Lpos

+λobj

S2∑
i=0

B∑
j=0

1
obj
ij BCE(Ĉi, Ci) + λnoobj

S2∑
i=0

B∑
j=0

1
noobj
ij BCE(Ĉi, Ci)︸ ︷︷ ︸

Lconf

+λclass

S2∑
i=0

B∑
j=0

1
obj
ij

[
C∑

k=1
BCE (q̂k, σ(sk))

]
︸ ︷︷ ︸

Lclass

+λcont

∑
i∈S

∑
j∈B

∑
i′∈SO

∑
j′∈B

1
obj
i,j 1

obj

i′ ,j′BCE
(
r̂O

ij,i′ j′ , rO
ij,i′ j′

)
︸ ︷︷ ︸

Lcont

(5.5)
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Le terme supplémentaire de perte de contrainte anatomique, Lcont, utilise l’entropie
croisée binaire qui s’écrit sous la forme détaillée suivante (Équation (5.6)) :

BCE
(
r̂O

ij,i′ j′ , rO
ij,i′ j′

)
= −r̂O

ij,i′ j′ log
(
rO

ij,i′ j′

)
− (1− r̂O

ij,i′ j′ ) log
(
1− rO

ij,i′ j′

)
(5.6)

Les différents éléments de l’expression globale de Lcont sont les suivants :

λcont est le paramètre de pondération du terme de contrainte d’orientation anatomique ;

S est le nombre de cellules de l’image ;

B est le nombre de boîtes englobantes ;

SO est le nombre de cellules dans la direction O ;

1
obj
i,j vaut 1 si un objet est détecté dans la boîte englobante j associé à la ième cellule, et

vaut 0 dans le cas contraire ;

1
obj

i′ ,j′ vaut 1 si un objet est détecté dans la boîte englobante j′ associé à la i′ ème cellule, et
vaut 0 dans le cas contraire ;

rO
ij,i′ j′ Ce terme représente la valeur de l’orientation prédite par le réseau. Il est calculé à

partir de la prédiction entre l’objet qui se trouve dans la boîte englobante j associé
à la ième cellule et l’objet dans l’orientation O qui se trouve dans la boîte englobante
j

′ associée à la i′ ème cellule ;

r̂O
ij,i′ j′ Ce terme représente la valeur de l’orientation fournie par la vérité terrain. Il est donc

associé à l’objet cible qui se trouve dans la boîte englobante j associé à la ième cellule
et l’objet cible dans l’orientation O qui se trouve dans la boîte englobante j′ associée
à la i′ ème cellule ;

Nous présentons dans la Figure 5.5 le fonctionnement de la contrainte d’orientation
anatomique en utilisant l’entropie croisée binaire. La Figure 5.5a représente le graphe
d’orientation gauche/droit dans une coupe coronale 2D présentant 3 organes : la trachée,
le poumon gauche et le poumon droit. Le poumon gauche se trouve à gauche de la trachée
et du poumon droit et la trachée se trouve à gauche du poumon droit.

La Figure 5.5b présente les cellules d’une image avec la cellule i qui se trouve à droite
et la cellule j qui se trouve à gauche. Nous illustrons deux différent cas :

• 1er Cas : Les relations sont vérifiées, par exemple i = poumon droit et j = poumon
gauche. Dans ce cas, nous avons pour le terme de la matrice d’orientation de la vérité
terrain r̂GD

i,j = 1. L’entropie croisée binaire se réduit alors au terme − log
(
rGD

i,j

)
. La

minimisation de ce terme implique donc que le terme de la matrice d’orientation
prédit rGD

i,j tende vers 1.
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(a) Graphe d’orientation pour les relations Gau-
che/Droit sur 3 organes présents sur une coupe
coronale d’une image TDM.

(b) Les cellules d’une image avec la cellule i qui
se trouve à droite et la cellule j qui se trouve à
gauche.

Figure 5.5 – Illustration du fonctionnement de l’entropie croisée binaire.

• 2ème Cas : Les relations ne sont pas vérifiés, exemple i = poumon gauche et j =
trachée. Dans ce cas, nous avons pour le terme de la matrice d’orientation de la vérité
terrain r̂GD

i,j = 0. L’entropie croisée binaire se réduit alors au terme − log
(
1− rGD

i,j

)
.

La minimisation de ce terme implique donc que le terme de la matrice d’orientation
prédit rGD

i,j tende vers 0.

5.5 Résultats

Dans cette section, nous présentons les résultats obtenus en intégrant la contrainte
d’orientation anatomique dans le détecteur YOLOv3. Tout d’abord, nous évaluons quali-
tativement l’influence de la contrainte anatomique sur la détection de valeurs aberrantes
(outliers) pour les modalités IRM et TDM. Ensuite, nous évaluons quantitativement l’in-
térêt de cette contrainte en comparant les résultats obtenus avec YOLOv3 seul (à savoir
sans contrainte). Dans la Section 5.5.2.2, nous évaluons l’apport de la contrainte anato-
mique lorsque celle-ci est appliquée après l’augmentation des données décrite au chapitre
précédent. Tout au long de ces expériences, nous avons fixé le paramètre pondérant le
terme de contrainte d’orientation anatomique λcont à 1.

5.5.1 Évaluation qualitative

Dans le Chapitre 4, nous avons vu que l’approche de l’augmentation des données avec
un CycleGAN pour la détection multi-organes avec YOLOv3 présentait une limitation,
liée à l’apparition de détections aberrantes, qui conduisait dans certains cas à des écarts-
types élevés sur la distance moyenne. Dans cette section, nous évaluons qualitativement
l’influence de la contrainte anatomique sur la détection des structures multiples pour les
modalités IRM et TDM.
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(a) Détection du poumon droit dans l’abdomen. (b) Correction de la détection du poumon droit.

Figure 5.6 – Exemple de correction de fausse détection après l’intégration des contraintes
d’orientation pour la modalité TDM.

(a) Détection de la vessie dans l’abdomen. (b) Correction de la détection de la vessie.

Figure 5.7 – Exemple de correction de fausse détection après l’intégration des contraintes
d’orientation pour la modalité IRM.

Les Figures 5.6a et 5.7a illustrent respectivement une mauvaise détection du pou-
mon droit dans l’abdomen pour la modalité TDM et une mauvaise détection de la ves-
sie dans le haut de l’abdomen. Ces fausses détections ont été corrigées en intégrant des
contraintes d’orientation de relation supérieur/inférieur et gauche/droit comme le montre
la Figure 5.6b et la Figure 5.7b.

5.5.2 Évaluation quantitative

Pour étudier toutes les relations d’orientation antérieur/postérieur, supérieur/inférieur
et gauche/droit, nous allons appliquer les contraintes sur deux orientations de coupe, à
savoir les coupes coronales et axiales. En effet, une orientation de coupe donnée nous
permet d’évaluer deux contraintes projetées dans le plan de ces coupes. Les relations
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supérieur/inférieur et gauche/droit seront étudiées pour les coupes coronales et les relations
antérieur/postérieur et gauche/droit pour les coupes axiales.

5.5.2.1 Intégration des contraintes d’orientation anatomiques

Les résultats de l’application de la contrainte d’orientation anatomique aux coupes
coronales et axiales pour la modalité TDM sont présentés respectivement dans les Ta-
bleaux 5.1a et 5.1b. Celles de la modalité IRM sont présentés dans les Tableaux 5.2a
et 5.2b. Nous intégrons d’abord une seule contrainte (2ème colonne) puis deux contraintes
(3ème colonne).

Résultats obtenus à partir des coupes axiales : Le Tableau 5.1a (Tableau 5.2a pour la
modalité IRM) montre les résultats d’intégration de la contrainte d’orientation anatomique
de la modalité TDM pour les coupes axiales. Avec l’intégration d’une seule contrainte
gauche/droit, nous observons que la détection est améliorée pour la plupart des organes.
Ainsi par exemple, le rein gauche présente une distance de 2.21± 1.06 mm (7.31± 9.1 mm
pour l’IRM) contre une distance de 5.61± 12.93 mm (8.84± 11.93 mm pour l’IRM) pour
YOLO seul. L’intégration de deux contraintes d’orientation anatomique gauche/droit et
antérieur/postérieur permet d’améliorer les résultats de façon encore plus importante, en
particulier pour les petits organes. Ainsi par exemple, la vésicule biliaire présente une
distance de 4.87± 1.99 mm (12.04± 7.16 mm pour l’IRM) contre une distance de 6.95±
10.99 mm (17.78± 10.49 mm pour l’IRM) pour YOLO seul.

Pour les coupes axiales, nous avons une amélioration significative de la distance moyenne
lorsqu’une seule contrainte est intégrée avec un p-value p = 0.0003 (p = 0.028 pour l’IRM)
et lorsque deux contraintes sont intégrées avec p = 7.82 ∗ 10−5 (p = 0.018 pour l’IRM).

Résultats obtenus à partir des coupes coronales : Les résultats obtenus pour les coupes
coronales sont similaires à ceux observés pour les coupes axiales. Le Tableau 5.1b (Ta-
bleau 5.2b pour la modalité IRM) montre les résultats d’intégration de la contrainte
d’orientation anatomique de la modalité TDM. Avec l’ajout d’une seule contrainte, nous
remarquons une amélioration pour la plupart des structures anatomique exemple pour la
vessie qui a une distance moyenne de 3.47± 1.58 mm (7.37± 7.74 mm pour l’IRM) contre
5.85±7.27 mm avec YOLO seul (10.83±10.08 mm pour l’IRM). Le foie qui a une distance
moyenne de 4.76±2.66 (9.90±10.52 pour l’IRM) contre 5.81±2.78 mm (13.44±13.00 mm
pour l’IRM) pour YOLO seul. Avec l’intégration des deux contraintes d’orientation anato-
miques gauche/droit et supérieur/inférieur, nous remarquons une amélioration pour tous
les organes même pour les organes difficiles à détecter exemple le pancréas qui est un
organe très variable en forme. Il présente une amélioration de distance de 8.05± 3.17 mm
(10.45±4.64 mm pour l’IRM) contre 12.79±7.61 mm (16.63±7.55 mm pour l’IRM) pour
YOLO seul. Le muscle grand psoas droit présente aussi une amélioration de distance de
6.63 ± 3.83 mm (7.28 ± 2.12 mm pour l’IRM) contre 10.70 ± 6.80 mm (10.94 ± 5.80 mm
pour l’IRM) pour YOLO seul.
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Pour les coupes coronales, nous obtenons des améliorations très significatives de la
distance moyenne pour la modalité TDM lors de l’intégration des contraintes anatomique.
En effet, nous avons un p-value de p = 1.06 ∗ 10−5 (0.005 pour l’IRM) lors de l’intégration
d’une seule contrainte anatomique et un p-value de p = 8.39 ∗ 10−7 (0.004 pour l’IRM)
lors de l’intégration de deux contraintes anatomiques.

Évolution de l’écart type des distances

Dans le Chapitre 4, nous avons vu que l’approche de l’augmentation des données avec
un CycleGAN pour la détection multi-organes avec YOLOv3 présentait une limitation, liée
à l’apparition des fausses détections, qui conduisait dans certains cas à des écarts-types
élevés sur la distance moyenne.

Résultats obtenus à partir des coupes axiales : Concernant l’écart type, nous remar-
quons que l’ajout de la contrainte d’orientation anatomique pour la coupe axiale entraîne
une amélioration pour la plupart des structures anatomiques. Ainsi par exemple, pour la
modalité TDM (Tableau 5.1a), la trachée est associée à un écart type de 23.97 mm pour
YOLO seul relativement à une valeur de 1.96 mm avec une seule contrainte et de 1.25 mm
avec deux contraintes. Pour la modalité IRM (Tableau 5.2a), la rate est associée à un
écart type de 17.75 mm pour YOLO seul relativement à une valeur de 11.72 mm avec une
seule contrainte et de 9.70 mm avec deux contraintes anatomiques ce qui amène à une
stabilisation dans la détection.

Pour les coupes axiales, l’intégration de deux contraintes d’orientation anatomiques
donne de bons résultats pour la plupart des organes dans les deux modalités. Pour la
modalité TDM, l’écart-type moyen est de 2.31 mm pour le scénario YOLO+GD+AP par
rapport à 7.65 mm pour le scénario YOLO. Pour la modalité IRM, l’écart-type moyen est
de 7.07 mm pour le scénario YOLO+GD+AP par rapport à 9.34 mm pour le scénario
YOLO.

Résultats obtenus à partir des coupes coronales : Nous remarquons aussi une bonne
amélioration de l’écart type pour les coupes coronales ce qui amène à une stabilisation
pour la détection. Ainsi par exemple, pour la modalité TDM (Tableau 5.1b), le sternum
est associé à un écart type de 9.31 mm pour YOLO seul relativement à une valeur de
3.99 mm avec une seule contrainte et de 2.75 mm avec deux contraintes. Pour la modalité
IRM (Tableau 5.2b), le rein droit est associé à un écart type de 16.46 mm pour YOLO
seul relativement à une valeur de 7.40 mm avec une seule contrainte et de 5.13 mm avec
deux contraintes anatomiques.

Pour les coupes coronales, l’intégration de deux contraintes d’orientation anatomiques
donne de bons résultats pour la plupart des organes dans les deux modalités. Pour la
modalité TDM, l’écart-type moyen est de 2.75 mm pour le scénario YOLO+GD+SI par
rapport à 5.32 mm pour le scénario YOLO. Pour la modalité IRM, l’écart-type moyen
est de 5.12 mm pour le scénario YOLO+GD+SI par rapport à 8.54 mm pour le scénario
YOLO.
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Tableau 5.1 – Comparaison des résultats de détection obtenus à partir des coupes axiales
et coronales sur la base de données VISCERAL Gold, pour YOLO sans contrainte, YOLO
en intégrant une seule contrainte anatomique et YOLO en intégrant deux contraintes
anatomiques. Les résultats sont donnés en termes de distance moyenne [mm] pour chaque
organe pour la modalité TDM.

(a) YOLO vs YOLO+GD et YOLO+GD+AP, en coupes axiales.

YOLO YOLO+GD YOLO+GD+AP
Trachée 9.81± 23.97 2.60 ± 1.96 1.96±1.25
Poumon droit 3.80± 1.32 3.76 ± 0.85 3.21±0.88
Poumon gauche 3.52± 1.51 3.50 ± 1.14 2.65±1.20
Pancréas 14.34± 10.42 10.91 ± 4.73 8.19±3.30
Vésicule biliaire 6.95± 10.99 6.76 ± 3.14 4.87±1.99
Vessie 4.04± 1.21 4.03 ± 1.18 3.72±1.36
Sternum 7.05± 8.33 3.08 ± 1.65 2.55±1.17
Vertèbre L1 6.24± 3.52 4.80 ± 2.57 4.28±2.12
Rein droit 4.71± 5.81 3.24±2.19 3.42± 3.69
Rein gauche 5.61± 12.93 2.21±1.06 2.56± 1.82
Surrénale droite 6.63± 6.54 6.00 ± 2.88 4.68±1.64
Surrénale gauche 8.14± 8.48 6.85 ± 4.32 4.21±1.81
Psoas droit 16.67± 13.48 9.70 ± 5.75 5.50±2.77
Psoas gauche 12.70± 7.10 9.48 ± 5.30 6.75±4.17
Abdominale D. 13.63± 12.18 10.51 ± 5.58 6.26±2.25
Abdominale G. 11.92± 7.33 10.20 ± 5.14 10.16±4.69
Aorte 4.03± 3.06 3.43 ± 1.75 3.41±1.33
Foie 7.45± 4.47 7.42 ± 2.75 7.37±3.41
Thyroïde 5.91± 3.22 6.60 ± 3.37 6.01± 2.68
Rate 6.90± 7.03 5.56 ± 3.34 5.10±2.78

Moyenne 8.00± 7.65 6.03 ± 3.03 4.84±2.31

(b) YOLO vs YOLO+GD et YOLO+GD+SI, en coupes coronales.

YOLO YOLO+GD YOLO+GD+SI
Trachée 3.83± 4.31 2.88± 3.20 2.55±2.52
Poumon droit 3.39± 1.71 3.37± 2.88 2.78±0.93
Poumon gauche 4.59± 7.58 2.37± 1.07 2.25±0.95
Pancréas 12.79± 7.61 8.90± 4.26 8.05±3.17
Vésicule biliaire 6.21± 3.30 4.81± 2.30 4.79±2.35
Vessie 5.85± 7.27 3.47± 1.58 3.35±1.60
Sternum 8.13± 9.31 5.26± 3.99 4.67±2.75
Vertèbre L1 9.31± 4.98 8.27± 4.05 7.84±4.15
Rein droit 3.39± 5.08 2.80± 2.98 2.69±3.02
Rein gauche 3.37± 4.61 2.83± 4.15 2.34±2.79
Surrénale droite 7.87± 4.20 6.45± 3.85 4.73±1.56
Surrénale gauche 8.67±7.76 9.39± 6.00 8.98± 4.59
Psoas droit 10.70± 6.80 7.75± 4.90 6.63±3.83
Psoas gauche 11.41± 6.52 9.20± 4.75 7.91±3.23
Abdominale D. 10.69± 5.34 9.53± 5.03 7.10±3.06
Abdominale G. 9.14± 4.81 7.93± 4.17 7.27±3.61
Aorte 7.20± 4.34 6.12± 3.89 5.51±2.94
Foie 5.81± 2.78 4.76± 2.66 4.48±2.44
Thyroïde 5.33± 3.79 4.23± 3.19 3.80±2.41
Rate 3.71± 4.38 3.80± 4.16 3.39±3.03

Moyenne 7.07± 5.32 5.71± 3.65 5.06±2.75
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Tableau 5.2 – Comparaison des résultats de détection obtenus à partir des coupes axiales
et coronales sur la base de données VISCERAL Gold, pour YOLO sans contrainte, YOLO
en intégrant une seule contrainte anatomique et YOLO en intégrant deux contraintes
anatomiques. Les résultats sont donnés en termes de distance moyenne [mm] pour chaque
organe pour la modalité IRM.

(a) YOLO vs YOLO+GD et YOLO+GD+AP, en coupes axiales.

YOLO YOLO+GD YOLO+GD+AP
Pancréas 17.70± 8.33 15.45± 6.47 12.65± 5.11
Vésicule biliaire 17.78± 10.49 13.23± 9.55 12.04± 7.16
Vessie 15.12± 17.7 13.63± 14.89 11.21±11.10
Vertèbre L1 13.59± 5.10 11.69± 4.85 11.31± 4.09
Rein droit 11.49± 15.71 8.53± 11.24 6.31± 8.28
Rein gauche 8.84± 11.93 7.31± 9.1 6.25± 6.59
Psoas droit 12.03± 5.29 9.67± 4.65 8.54± 4.26
Psoas gauche 13.80± 7.19 10.04± 6.69 8.19± 5.54
Abdominale D. 51.25± 0.00 23.39±10.65
Abdominale G. 55.99± 5.08 34.34± 4.87 29.37± 3.77
Aorte 81.20± 0.00 35.73± 13.53 27.16± 9.43
Foie 12.26± 7.59 10.17± 6.93 9.08± 6.17
Rate 11.75± 17.75 9.30± 11.72 8.52± 9.70
Moyenne 22.63± 9.34 17.72± 8.71 13.39± 7.07

(b) YOLO vs YOLO+GD et YOLO+GD+SI, en coupes coronales.

YOLO YOLO+GD YOLO+GD+SI
Pancréas 16.63± 7.55 14.45± 5.12 10.45±4.64
Vésicule biliaire 8.26± 3.22 7.66± 3.10 7.66±2.63
Vessie 10.83± 10.08 7.37± 7.74 6.70±5.03
Vertèbre L1 11.39± 4.57 10.18± 4.08 9.58±3.73
Rein droit 9.88± 16.46 7.79± 7.40 7.03±5.13
Rein gauche 5.51± 4.88 5.54± 4.16 5.54± 4.16
Psoas droit 10.94± 5.80 9.72± 4.78 7.28±2.12
Psoas gauche 11.54± 7.69 10.22± 5.83 8.98±3.51
Abdominale D. 41.31± 0.00 25.89± 0.00 18.28±9.81
Abdominale G. 40.21± 7.77 23.02± 0.00 11.65±7.65
Aorte 36.54± 0.00 27.13± 0.00 11.98±0.00
Foie 13.44± 13.00 9.90± 10.52 7.49±7.88
Rate 9.31± 12.97 7.30± 7.99 6.51±3.13
Moyenne 17.37± 8.54 13.24± 5.86 9.38±5.12
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5.5.2.2 Intégration des contraintes sur les données augmentées

Dans cette section nous présentons les résultats des deux contributions réunies, à sa-
voir l’application de la contrainte d’orientation anatomique aux données augmentées par
CycleGAN, présentées dans le Chapitre 4. Ces résultats pour les modalités TDM et IRM
aux coupes axiales sont présentés respectivement dans les Tableaux 5.3 et 5.4.

La Tableau 5.3 illustre l’évaluation de l’intégration de la contrainte avec les données
augmentées dans la base d’entraînement du détecteur YOLO pour la modalité TDM. Avec
l’intégration d’une seule contrainte anatomique gauche/droit, nous notons une améliora-
tion de la distance moyenne pour la plupart des structures anatomiques. Ainsi par exemple,
la glande surrénale droite est un organe difficile à détecter puisqu’elle est de petite taille.
Nous notons qu’elle présente une distance moyenne de 4.61 mm contre une distance de
6.37 mm pour YOLO+CycleGAN. La trachée présente une distance de 2.64 mm contre
YOLO+CycleGAN 6.23 mm. Avec l’intégration de deux contraintes anatomiques d’orien-
tation gauche/droit et antérieur/postérieur, nous présentons une amélioration pour tous
les organes par rapport à YOLO seul et YOLO+CycleGAN. Par exemple, le grand muscle
psoas droit présente une distance moyenne de 8.60 mm contre YOLO seul 16.67 mm et
YOLO+CycleGAN 11.81 mm et le sternum de distance moyenne 4.13 mm contre YOLO
seul 7.05 mm et 8.96 mm YOLO+CycleGAN.

Pour la modalité TDM nous avons une amélioration très significative de la distance
moyenne lorsqu’une seule contrainte est intégrée avec un p-value p = 0.005 et lorsque deux
contraintes sont intégrées avec p = 1.97 ∗ 10−7.

Dans le chapitre précédent, nous avons indiqué que la détection n’était pas satisfaisante
pour la modalité IRM plus précisément pour les petits organes. Le Tableau 5.4 illustre les
résultats de l’intégration de la contrainte d’orientation anatomique pour la modalité IRM.
Nous observons une amélioration pour ces petits organes tels que la vésicule biliaire qui
présente une distance de 13.90 mm en intégrant une seule contrainte et une distance de
11.14 mm en intégrant deux contraintes anatomiques contre une distance de 17.78 mm
pour YOLO seul et une distance de 13.90 mm pour YOLO+CycleGAN. Nous notons de
plus une amélioration significative pour les organes difficiles à détecter. Ainsi par exemple,
le pancréas présente une distance de 13.31 mm en intégrant une seule contrainte et une
distance de 11.96 mm en intégrant deux contraintes anatomiques contre une distance de
17.70 mm pour YOLO seul et une distance de 14.93 mm pour YOLO+CycleGAN.

Pour la modalité IRM nous avons une amélioration très significative de la distance
moyenne lorsqu’une seule contrainte est intégrée avec un p-value p = 0.007 et lorsque deux
contraintes sont intégrées avec p = 0.003.

Évolution de l’écart type des distances

Nous remarquons que l’ajout de la contrainte d’orientation anatomique entraîne une
amélioration d’écart type pour la plupart des structures anatomiques. Pour la modalité
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TDM (Tableau 5.3), la vésicule biliaire est associée à un écart type de 11.29 mm pour
YOLO+CycleGAN relativement à une valeur de 2.88 mm avec une seule contrainte et de
2.14 mm avec deux contraintes. Pour la modalité IRM (Tableau 5.4), la vessie est associée à
un écart type de 12.04 mm pour YOLO+CycleGAN relativement à une valeur de 9.27 mm
avec une seule contrainte et de 7.93 mm avec deux contraintes anatomiques ce qui amène
à une stabilisation dans la détection.

L’intégration de deux contraintes d’orientation anatomiques donne de bons résultats
pour la plupart des organes dans les deux modalités. Pour la modalité TDM, l’écart-
type moyen est de 2.56 mm pour le scénario YOLO+CycleGAN+GD+AP par rapport à
6.60 mm pour le scénario YOLO+CycleGAN. Pour la modalité IRM, l’écart-type moyen
est de 6.84 mm pour le scénario YOLO+CycleGAN+GD+AP par rapport à 11.69 mm
pour le scénario YOLO+CycleGAN.

Tableau 5.3 – Comparaison des résultats de détection obtenus à partir des coupes axiales
sur la base de données VISCERAL Gold, YOLO sans contrainte, YOLO sur la base de données
augmentée via le CycleGAN, YOLO+CycleGAN en intégrant une seule contrainte anatomique et
YOLO+CycleGAN en intégrant deux contraintes anatomiques. Les résultats sont donnés en termes
de distance moyenne [mm] pour chaque organe pour la modalité TDM.

YOLO YOLO YOLO YOLO
+CycleGAN +CycleGAN +CycleGAN

+GD +GD+AP
Trachée 9.81± 23.97 6.23± 17.83 2.64± 4.43 1.63±1.24
Poumon droit 3.80± 1.32 6.38± 4.96 3.54± 3.08 2.63±0.85
Poumon gauche 3.52± 1.51 4.35± 1.90 2.96± 1.95 2.43±1.17
Pancréas 14.34± 10.42 10.60± 5.28 8.95± 3.51 4.61±1.49
Vésicule biliaire 6.95± 10.99 7.47± 11.29 5.23± 2.88 4.13±2.14
Vessie 4.04± 1.21 4.56± 1.65 3.92± 1.54 3.48±1.44
Sternum 7.05± 8.33 8.96± 11.10 6.84± 8.84 4.13±2.77
Vertèbre L1 6.24± 3.52 5.87± 3.39 5.49± 2.74 4.13±1.57
Rein droit 5.61± 12.93 5.98± 12.42 3.49± 4.09 2.49±2.56
Rein gauche 4.71± 5.81 4.39± 4.82 2.32± 2.88 1.87±1.47
Surrénale droite 6.63± 6.54 6.37± 5.93 4.61± 3.15 3.94±2.22
Surrénale gauche 8.14± 8.48 7.86± 8.71 7.51± 7.39 6.74±7.06
Psoas droit 16.67± 13.48 11.81± 6.96 11.73± 6.34 8.60±2.70
Psoas gauche 12.70± 7.10 12.87± 5.77 14.33± 14.12 10.13±3.66
Abdominale D. 13.63± 12.18 11.92± 6.77 12.79± 5.60 10.62±2.95
Abdominale G 11.92± 7.33 12.23± 7.77 11.41± 6.83 9.89±4.91
Aorte 4.03± 3.06 3.93± 2.67 3.99± 2.81 3.46±1.51
Foie 7.45± 4.47 6.92± 3.41 7.18± 6.87 5.36±2.60
Thyroïde 5.91± 3.22 5.35± 3.06 5.23± 2.43 4.93±2.01
Rate 6.90± 7.03 6.54± 6.24 8.35± 13.55 5.52±4.85
Moyenne 8.00± 7.65 7.53± 6.60 6.63± 5.25 5.04±2.56
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Tableau 5.4 – Comparaison des résultats de détection obtenus à partir des coupes axiales
sur la base de données VISCERAL Gold, YOLO sans contrainte, YOLO sur la base de
données augmentée via le CycleGAN, YOLO+CycleGAN en intégrant une seule contrainte
anatomique et YOLO+CycleGAN en intégrant deux contraintes anatomiques. Les résul-
tats sont donnés en termes de distance moyenne [mm] pour chaque organe pour la modalité
IRM.

YOLO YOLO YOLO YOLO
+CycleGAN +CycleGAN +CycleGAN

+GD +GD+AP
Pancréas 17.70± 8.33 14.93± 5.68 13.31± 4.30 11.96± 4.09
Vésicule biliaire 17.78± 10.49 13.90± 5.96 12.84± 5.03 11.14± 4.22
Vessie 15.12± 17.73 11.35± 12.04 9.21± 9.27 8.42± 7.93
Vertèbre L1 13.59± 5.10 9.70± 3.12 8.24± 2.92 7.11± 2.84
Rein droit 11.49± 15.71 10.01± 15.64 8.65± 10.87 7.44± 8.48
Rein gauche 8.84± 11.93 10.20± 13.42 9.06± 10.19 8.20± 7.94
Psoas droit 12.03± 5.29 12.95± 5.69 11.32± 4.89 10.91± 4.62
Psoas gauche 13.80± 7.19 12.59± 6.31 11.31± 5.94 10.10± 4.39
Abdominale G. 55.99± 5.08 35.88± 34.32 24.80± 14.30 21.93±13.39
Aorte 81.20± 0.00 37.62± 20.68 27.95± 9.79 24.22± 9.61
Foie 12.26± 7.59 14.08± 10.57 13.87± 9.57 13.73± 9.70
Rate 11.75± 17.75 10.95± 6.90 9.57± 5.19 8.95± 4.91
Moyenne 22.63± 9.34 16.18± 11.69 13.34± 7.69 12.01± 6.84

5.5.2.3 Synthèse des résultats

Le Tableau 5.5 montre les résultats globaux de détection à partir de la distance moyenne
obtenue sur l’ensemble des organes pour les coupes axiales et les modalités IRM et TDM.
Ce tableau permet une comparaison entre les différentes configurations testées : YOLO
seul et avec intégration d’une ou deux contraintes d’orientation ainsi que YOLO avec les
données augmentées par CycleGAN et avec intégration d’une ou deux contraintes d’orien-
tation. Nous remarquons que les résultats sont meilleurs lorsque les deux contributions sont
réunies pour la modalité IRM par rapport à celle de la modalité TDM. Cela est dû au fait
que les organes thoraciques dans la modalité TDM ne bénéficient pas de l’augmentation
de données puisque le thorax est absent dans les images de la modalité IRM.

Tableau 5.5 – Comparaison de la distance moyenne sur l’ensemble des organes pour les
coupes axiales et les modalités IRM et TDM.

YOLO YOLO YOLO YOLO YOLO YOLO
+CycleGAN +CycleGAN +CycleGAN

+GD +GD+AP +GD +GD+AP

Modalité TDM 8.00 ± 7.65 6.03 ± 3.03 4.84 ± 2.31 7.53 ± 6.60 6.63 ± 5.25 5.04 ± 2.56

Modalité IRM 22.63 ± 9.34 17.72 ± 8.71 13.39 ± 7.07 16.18 ± 11.69 13.34 ± 7.69 12.01 ± 6.84
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5.6 Conclusion

Dans ce chapitre, nous avons intégré un a priori anatomique dans la fonction de perte
du détecteur YOLO. Cet a priori est basé sur les relations d’orientation spatiales (supé-
rieur/inférieur, gauche/droit et antérieur/postérieur) entre les structures anatomiques. La
contrainte résultant de cet a priori est exprimée sous la forme de matrices d’orientation et
intégrée à la fonction de perte de YOLOv3 via l’entropie croisée binaire.

L’influence de la contrainte sur la performance de détection a été étudiée sur les coupes
axiales et coronales pour les modalités TDM et IRM. Les résultats obtenus ont montré
que la contrainte conduisait à une nette amélioration de la détection en termes de distance
moyenne. Cette amélioration est de 44% en coupe axiale et de 28% en coupe coronale
pour la modalité TDM. Cette amélioration est de 40% en coupe axiale et de 45% en coupe
coronale pour la modalité IRM.

Nous avons intégré cette contrainte pour des images de modalité IRM et TDM dans
le cas particulier de la détection des organes thoraciques et abdominaux. Cependant le
principe de cette contrainte est généralisable à d’autres modalités et d’autres organes, telle
que des images cérébrales. De même, au-delà de la détection, cette contrainte d’orientation
a le potentiel d’être intégrée dans d’autres applications telles que la segmentation, la
reconstruction et la génération des images médicales.
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Chapitre 6

Conclusion

Au cours de cette thèse, nous avons proposé une méthode de détection multi-organe
pour les images médicales multi-modalités. Les contributions principales de cette thèse
sont résumées dans la suite.

Contributions principales

Tout d’abord, nous avons réalisé la détection des organes des images médicales pour
les modalités TDM et IRM en utilisant le détecteur YOLOv3. Nous avons obtenu une
bonne détection des grands organes et moins bonne des petits. Par conséquent, nous
avons proposé une nouvelle approche d’augmentation de données permettant d’amélio-
rer les performances du détecteur. Cette approche présente notre première contribution.
L’augmentation de données est réalisée par une génération de données synthétiques à partir
d’un modèle générateur CycleGAN. CycleGAN est une méthode d’apprentissage profond
non supervisé qui traduit des images d’une modalité cible (exemple modalité IRM) à partir
d’une modalité source (exemple modalité TDM). Une fois générées, les données synthé-
tiques sont ajoutées dans le jeu de données d’entraînement du détecteur YOLOv3 avec
les annotations de la modalité source. Le CycleGAN+YOLO donne des résultats statis-
tiquement meilleurs relativement à YOLO seul pour la plupart des organes. Par contre,
l’écart-type est élevé pour certains organes et cela est dû aux valeurs aberrantes de détec-
tion. Pour résoudre ce problème nous avons proposé d’intégrer une contrainte anatomique
dans la fonction de perte de YOLOv3. Cette contrainte utilise la connaissance a priori de
l’orientation relative des structures anatomiques (inférieur/supérieur, antérieur/postérieur,
gauche/droit). Cette deuxième contribution donne de façon statistiquement significative
de meilleurs résultats par rapport à YOLO seul.
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Perspectives

Ce travail de recherche sur l’augmentation de données et l’intégration d’a priori pour
la détection multi-organe en imagerie médicale ouvre à plusieurs perspectives.

Des perspectives concernent l’élargissement du champ d’application et l’amélioration
de résultats peuvent être réalisées dans un futur proche. La première consiste à améliorer
encore les résultats en optimisant certains aspects des méthodes. Tout d’abord, il serait
intéressant de tester si une évolution de l’architecture de YOLO pourrait permettre de
mieux détecter les petits objets, en ajoutant des couches supplémentaires. Tout au long
de la thèse, nous avons en effet utilisé le détecteur YOLO avec 3 couches de détection, et
il serait tout à fait possible d’envisager d’accroître ce nombre avec des couches travaillant
à des échelles plus réduites pour une meilleure détection des petits organes. Un autre
axe concerne l’étude plus approfondie du choix des hyperparamètres et de leur influence,
afin de caractériser le comportement de l’algorithme à des changements de pondération.
Cette étude serait en particulier intéressante pour le paramètre pondérant le terme de
contrainte d’orientation anatomique. Une deuxième perspective concerne la comparaison
avec l’état de l’art. C’est un travail qui est en cours sur la base de données du challenge
LITS [Xu et al. (2019)], qui permettra de plus de tester la capacité de généralisation
de l’approche proposée. Une troisième perspective qui peut être envisagée dans le futur
consiste en l’application de l’approche proposée en 3D, qui est pour le moment encore
difficile à envisager pour des raisons de limitation mémoire. Cependant, il convient de
noter que cette généralisation est immédiate, puisqu’il suffirait dans le terme de contrainte
de considérer trois orientations au lieu des deux utilisées en 2D dans ce travail.

A plus long terme, il est à noter que la formulation que nous avons proposée peut facile-
ment être étendue à d’autres applications. L’approche consistant à intégrer une contrainte
anatomique d’orientation présente en effet l’intérêt d’être facilement extensible, dans la
mesure où elle repose sur un a priori très général. Ainsi, en imagerie médicale, celle-ci
pourrait facilement être mise à profit pour traiter d’autres régions du corps humain (et
même le corps entier si l’ensemble des relations inter-organes est encodée) et être intégrée à
d’autres applications que la détection, en particulier en segmentation ou recalage. Au-delà
de l’imagerie médicale, (par exemple en imagerie microscopique, satellitaire, etc.), cette
approche est là encore applicable à partir du moment où un ensemble stable de relations
d’orientation peut être défini pour les objets à détecter.
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Annexe A

Matrice d’orientation anatomique
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ANNEXE A. MATRICE D’ORIENTATION ANATOMIQUE
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RESUME :

La détection d'objet, l'un des problèmes fondamentaux en vision par ordinateur, vise à localiser et à classer les
instances  d'objets.  Elle  peut  constituer  la  première  étape  avant  l'application  d'autres  méthodes  de  traitement
d'images telles que la segmentation et le recalage. En imagerie médicale, elle est utile pour diverses applications,
de la planification d'opérations chirurgicales à la recherche de pathologies.

Nous  proposons  une  solution  d'apprentissage  profond  au  problème  de  la  détection  d'objets  dans  les  images
médicales. L'état de l'art nous a conduit à baser nos travaux sur le détecteur "You Only Look Once" (YOLO) qui
fournit  un  bon  compromis  vitesse/précision.  Malheureusement  cette  méthode,  comme  toutes  les  méthodes
d'apprentissage  profond,  s'avère  être  sensible  à  la  dimension  réduite  de  l'ensemble  d'apprentissage,  problème
fréquemment rencontré en imagerie médicale car l'étiquetage manuel à réaliser par les experts pour chaque organe
est long et coûteux en temps.

Dans ce cadre, notre première contribution a consisté à développer une approche d'augmentation des données basée
sur un "Cycle Generative Adversarial Network" (CycleGAN). Nous montrons à partir des résultats expérimentaux
obtenus sur des données TDM  et IRM que cette augmentation de données permet de régulariser l'apprentissage du
détecteur  YOLO  en  conduisant  à  des  performances  de  détection  significativement  meilleures.  Ces  résultats
montrent cependant également que cette performance peut encore être améliorée, dans la mesure où ils comportent
un certain nombre de détections anatomiquement aberrantes.

Notre deuxième contribution nous a donc conduit à intégrer un a priori dans le processus de détection afin de
pénaliser  les valeurs  aberrantes.  Cet  a priori  est  basé sur  les relations spatiales  existantes  entre  les structures
anatomiques et est intégré sous la forme d'un terme supplémentaire dans la fonction de perte du détecteur YOLO.
Les  résultats  expérimentaux  obtenus  montrent  clairement  que  cette  contrainte  joue  pleinement  son  rôle  en
diminuant significativement les erreurs de détection. 
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